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Ozet. Yazilim hatalarmin tespiti karmasik ve maliyetli bir siiregtir. Yazihm
projelerinde ortaya ¢ikan hatalarin 6nceden tespit edilip diizeltilmesi, ongdriilen
maliyeti ve proje siiresini agma risklerini azaltir. Hatalarin tespiti i¢in “yazilim
olgiitleri” etkili kullanilarak, erken yazilim gelistirme asamalarinda kod analiz
edilip, hata yatkinligiyla ilgili fikir sahibi olunabilir. Yazilimlarin &l¢limiinde
kullanilmak {izere cesitli yazilim Olgiitleri iretilmistir. Bu c¢aligmada,
"Chidamber and Kemerer (CK)" ve "Object Oriented (OO)" yazilim 6lgiitlerine
sahip 4 veri seti iizerinde, 4 tane temel siniflandirici ile bunlarin AdaBoost ve
Rotation Forest kolektif smiflandirma modelleri kullanilarak, yazilim hata
kestirimi yapilmustir. Temel siniflandiricilar segilirken farkli kategorilerden
olmasina dikkat edilmistir. Genel olarak degerlendirildiginde, Kolektif
siniflandirma yontemlerini kullanmak, temel smiflandiricilarin bagarimina gore
yaklasik %70 oranla daha iyi sonug vermektedir.

Anahtar Kelimeler. Yazilim hata kestirimi, makine 6grenmesi, siniflandirma,
kolektif siniflandirma, veri madenciligi.

1 Giris

Yazilim testi temel olarak gelistirilen {iriiniin beklenen kalitede oldugunu belirlemek,
degilse istenilen kaliteye ulastirilmasini saglamak ic¢in kullanilan bir siiregtir.
Gliniimiiz yazilim diinyasinda, yazilim test yaklagimlari ve yazilim kalitesi en ¢ok
calisilan konular haline gelmistir. Bunun baslica nedeni, yazilimlarin biiylimesiyle
birlikte karmasikliklarinin ve beraberinde yazilimlarda ortaya c¢ikan hatalar ile bu
hatalar1 diizeltme maliyetlerinin artmasidir [1][2].

Yazilim projelerinde ortaya g¢ikan hatalarin onceden tespit edilip diizeltilmesi
Ongoriilen maliyeti ve proje sliresini agma risklerini azaltir. Ortaya ¢ikmasi muhtemel
hatalar1 miimkiin oldugu kadar erken tespit edebilmek icin, verimli ve etkili bir test
planmin uygulanmasi gerekir. Yazilim ol¢iitlerinin etkili kullanilmasiyla daha erken
asamalarda kod analiz edilip, hata yatkinligiyla ilgili fikir sahibi olunabilir, gerekirse
onlem alinabilir.
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Yazihim hata Olgiitleri, bir onceki yazilimin hatalarini kullanarak bir sonraki
yazilimin hatalarin1 tahmin etmek i¢in kullanilir. Yazilim hata tahmin yontemleri
sayesinde yazilimdaki hatalarin, kaynak kodun bazi &zellikleri incelenerek tespit
edilmesi miimkiindiir. Giliniimiizde yazilim hata tahmini igin ¢esitli simniflandirma
algoritmalart gelistirilmistir [3][4].

Siniflandirma, nesneleri dnceden tanimlanmis bilgilere ve bulundugu duruma gore
ilgili kategoriye atama anlamina gelir. Baska bir ifade ile siniflandirma, ge¢cmiste
toplanan verilerin hangi sinifa ait oldugu bilindiginde, yeni gelen verinin hangi sinifa
ait oldugunu bulma islemidir [5]. Sinifi bilinen nesneler ile (6grenme veri seti) bir
model kurulur. Kurulan model 6grenme kiimesinde yer almayan nesnele ile (test veri
seti) test edilerek performanst Ol¢iliir. Literatiirde karar agaglari, bayes
smiflandiricilari, kural-tabanli siniflandiricilar, yapay sinir aglari, k-en yakin komsu
simmiflandiricilar, destek vektor makinasi ve kolektif 6grenme yontemleri gibi
smiflandirma algoritmalar1 kullanilmaktadir.

Bu ¢alismada, "Chidamber and Kemerer (CK)" ve "Object Oriented (OO)" yazilim
Olgiitlerine sahip dort veri seti lizerinde, dort temel siniflandirict ile bunlarin
AdaBoost ve Rotation Forest kolektif simiflandirma modelleri kullanilarak yazilim
hata kestirimi yapilmigtir.

Bildirinin ikinci bolimiinde temel siniflandirma algoritmalari ile ilgili bilgilere yer
verilmistir. Uciincii béliimde, kolektif simflandirma icerisinde en c¢ok kullanilan
algoritmalar ele alinmistir. Dordiincii boliimde ise deneysel ¢alisma, kullanilan veri
seti, deneysel Ol¢iitler ve degerlendirme sonuglart yer almaktadir. Son olarak, besinci
boliimde ise elde edilen sonuglar degerlendirilmistir.

2 Smiflandirma Algoritmalar:

Biitiin siniflandirma algoritmalarinda hedeflenen temel nokta, minimum veri ile
maksimum sayida verinin = smiflanmasidir.  Siniflandirma  algoritmalarinin
kullanilmasindaki temel amag¢, minimum zamanda ve minimum egitim verisi ile
tahmin yapabilmektir [6]. Cok farkli siniflandirma tiirleri olsa da genel olarak yedi
farkli siniflandirma tiirii vardir. Bunlar; Karar Agaclari (Decision Trees), Kural-
Tabanli (Rule-Base), En Yakin Komsu (Nearest-Neighbor), Bayes, Yapay Sinir
Aglart (Artificial Neural Network), Destek Vektor Makinesi (Support Vector
Machine), Kolektif Siniflandirma (Ensemble Classifier) olarak adlandirilmaktadir.
Karar agaclar1 (decision trees), veri setlerinin siniflandirtlmasi i¢in kullanilan temel
bir yontemdir. Olusturulmasi ve sonuglarinin yorumlanmasi kolay oldugu i¢in pek
cok farkli veri setinde kullanilmistir. Dort temel adimdan olusmaktadir. Egitim veri
setinin olusturulmas ile kurallar biitiinti olusturulur. Segilen 6zellikler ile kok diigiim,
i¢ digiim ve yapraklar belirlenir. Segilen her bir nitelik i¢in beklenmeyen durumun ve
belirsizligin ortaya ¢ikma olasiligi kullanilarak bilgi kazanci hesaplanir. En yiliksek
bilgi kazanci orani kdk olarak belirlenir [7]. Karar agaglarindaki en énemli sorun
olusturulacak karar agacinin kok, diiglim, i¢ diigiim ve yapraklarinin belirlemesindeki
zorluktur. Bu sorunun asilmasi igin c¢esitli algoritmalar gelistirilmistir. Bunlarin
basinda belirsizlik olasiliginin  Slgiimii  i¢in kullanilan entropi algoritmalari
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gelmektedir. Digerleri ise CART denilen regresyon ve smiflandirma agaclari
icerisinde yer alan Twoing ve Gini algoritmalari ile bellek tabanli siniflama
algoritmalaridir [8].

Kural-tabanli siniflandirmada (rule-based classifier), bilgi veya bilgi bitlerini
temsil etmek i¢in kurallar kullanilmaktadir. Bir kural-tabanli simiflandirici,
simiflandirma i¢in IF-THEN kurallart kiimesini kullanir. Bir IF-THEN kuralinda, IF
kosulu THEN sonucu ifade etmektedir [9].

Siniflarin belirlenmesinde kullanilan diger bir temel bir siniflandirma tiirii ise En
Yakin Komsu (Nearest Neighbor) yontemidir. Hangi sinifa ait oldugu bilinmeyen
veriyi tanimlamak i¢in kendisine en yakin olan siif {iyesi 6klit yontemi kullanilarak
belirlenir. Bu isin gergeklestirilebilmesi i¢in biitiin veriler n boyutlu bir uzay
icerisinde olacak sekilde yerlestirilir ve hangi sinifa ait oldugu belli olmayan veri,
kendisine en yakin sinifin iiyesi olarak belirlenir [10].

Bayes Simiflandirma (Bayes Classifier), istatistiksel bir yaklasimla hangi verinin
hangi smifin iyesi oldugunu bulmaya calisan bir siniflandirma tirtidiir. Kendi
icerisinde kural-tabanli bir sistemi vardir. Temel kural gore verinin hangi simiftan
olmasi gerektiginin olasiligi hesaplanir [11].

Yapay Sinir Aglar1 (Artificial Neural Networks), verilerin karmasik yapiya sahip
oldugu ve giriltii icerdigi durumlarda ve veriler arasindaki dogrusal olmayan
iligkilerin 6grenilmesinde basarili ve gii¢lii bir siniflandirma yontemidir [12]. Yapay
Sinir Aglarinin temelinde, insan beynine ait stiin karakteristikleri taklit ederek,
yazilimlari tanima-6grenme siireglerinin performanslarini arttirmak vardir.

Destek Vektor Makinesi (Support Vector Machine), istatistiksel 6grenme teorisi
alaninda ortaya atilan, Cortes ve Vapnik tarafindan gelistirilmis bir &grenme
metodudur [13]. Destek Vektor Makinesi temel olarak, lineer olmayan o6rnek
uzayinin, orneklerin lineer olarak ayrilabilecegi bir yiiksek boyuta aktararak farkli
ornekler arasindaki maksimum sinirin bulunmasi esasina dayanr.

Kolektif Siniflandirmada (Ensemble Classifier) temel amag, daha 6nceden farkli
smiflandiricilar tarafindan elde edilen degerlerin bir araya getirilmesi ile bir sonug
iretilmesidir. Bu islem yapilirken diger siniflandiricilara belli agirlhik puanlart
verilerek hesaplama yapilmaya c¢alisilir. Burada asil problem farkli simiflama
algoritmalarini birlestirilmek ve hangi oranlarin kullanilacagina karar vermektir. En
biiyiik avantaj1 diger yontemlerin verilerini bir arada kullandigi i¢in daha iyi degerler
elde edilebilmesidir [14]. Kolektif Smiflandirma igerisinde yerine koyarak 6rnekleme
(bagging), hizlandirma (boosting), rotasyon ormant (rotation forest) ve rastgele orman
(random forest) gibi gesitli algoritmalar bulunmaktadir.

3 Kollektif Siniflandirma Algoritmalar:
Kolektif siniflandirma igerisinde gesitli algoritmalar bulunmaktadir. Bunlardan en ¢ok

bilinen ve kullanilanlar1 yerine koyarak drnekleme (bagging), hizlandirma (boosting),
rastgele orman (random forest) ve rotasyon ormani (rotation forest) dir.
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3.1  Yerine Koyarak Ornekleme

Breiman tarafindan Onerilen yerine koyarak ornekleme (bagging) algoritmasi, var
olan bir egitim setinden yeni egitim setleri tiireterck temel Ogreniciyi yeniden
egitmeyi amaclayan bir yontemdir [15]. Bagging'de n adet 6rnekten olusan egitim
setinden yine n ornekli bir egitim seti yerine koymali rastgele se¢imle iiretilir. Bu
durumda bazi egitim Ornekleri yeni egitim kiimesinde yer almazken bazilar1 birden
fazla kez yer alirlar. Topluluktaki her bir temel &grenici bu sekilde iiretilmis
birbirinden farkli 6rnekler igeren egitim kiimeleriyle egitilirler ve sonuglari ¢ogunluk
oylamasi ile birlestirilir.

3.2  Hizlandirma (Boosting)

Siniflandirma agisindan diger 6nemli olan bir konuda hizlandirma (boosting)
yontemidir. Bu yontem sayesinde siniflandiricinin bulmus oldugu dogruluk degeri
arttirilabilir. Boosting yonteminde veriye ait bir 6nceki siniflandiricinin dogru olarak
belirleyemedigi veriler kullamlir. Hatali veriler sonradan kullanilacak egitim seti
igerisine tekrardan eklenerek daha dogru tahmin yapilmaya ¢alisilir. Bu yontemde her
bir veri islemi i¢in bir ayarlama oraninin hesaplanmasi vardir [16, 17]. Boosting i¢in
en fazla kullanilan Adaboost algoritmasidir.

3.3  Rastgele Orman (Random Forest)

Rastgele Orman (Random Forest - RF) bir kolektif siniflandirma algoritmasidir.
Breiman ve Cutler [18, 19] tarafindan gelistirilmistir. Siirekli olarak yeni
versiyonlarla giincellenmektedir. Temel olarak smiflandirma ve regresyon igin
kullanilmaktadir. Naif karar agacina benzer bir sisteme sahiptir. Temel farki egitim
stirecinde birgok agacin iretilmesine izin vermesidir. RF metodunda, ormani
olusturan karar agaclart Bootstrap yontemi kullanilarak segilen farkli 6rneklerden bir
araya gelir. Bu yontem i¢in orijinal veri seti kullanilir. Veri setinin egitimi kisminda
coklu karar aga¢ yapisi kullanilir.

3.4  Reotasyon Ormam (Rotation Forest)

Rotasyon orman algoritmasi son yillarda siniflandiricilarin performansinin arttirilmasi
amactyla onerilen yeni nesil bir kolektif 6grenme algoritmasidir [20]. Birden fazla
aga¢c kullanilmakta olan bu algoritmasmin c¢aligma prensibi rastgele orman
algoritmasina benzerdir. Rastgele orman algoritmasinda oldugu gibi Bootstrap
algoritmast bu algoritmada temel &gretici olarak kullanilmaktadir [21]. Rastgele
orman algoritmasindan farkli olarak ormandaki her bir karar agacinin egitiminde
kullanilacak veri seti, ana bilesen analizi yardimiyla belirlenir. Rotasyon orman
algoritmast ile ormandaki karar agaglarmm egitimi asamasinda egitim veri Sseti
rastgele alt kiimelere boliiniir ve her bir alt kiimeye ana bilesenler analizi uygulanarak
ozellik ¢ikarimi gergeklestirilir.
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4 Deneysel Calisma

Bu boliim icerisinde gerceklestirilen deneysel ¢alismalardan bahsedilmistir.

4.1  Degerlendirme Kriterleri

Siniflandirma modellerinin degerlendirilmesi i¢in "Hata Matrisi (Confusion Matrix)"
kullanilmaktadir. Tablo 1’de Hata Matrisi goriilmektedir.

Tablo 1. Hata Matrisi

Tahmin Edilen Simf
Ci(+) C2()
Ci(+) > Pozitif TP FN
Gergek S 0 () % Negatif FP ™

Tablo 1°de goriilen; TP: True Pozitif, FP: False Pozitif, FN: False Negatif, TN:
True Negatif degerlerini ifade etmektedir.

Basarim orani (Accuracy — ACC), smiflandiricinin sinif ayirim  yetenegini
belirlemek i¢in genis ¢apta kullanilan bir 6lgiittiir. Algoritma tarafindan dogru olarak
simiflandirilan test Orneklerinin yiizdesi olarak tanimlanir. ACC, smiflandirict
performanslarinin degerlendirilmesinde kullanilan temel Olgciitlerden biridir [22].
Denklem 1°de verilen formiil ile ACC orani1 hesaplanur.

_ (TP+TN)
ACC = Pozitif +Negatif (1)

Alic1 Isletim Karakteristigi (Receiver Operating Characteric - ROC) ya da sade
bicimde ROC egrisi; testin ayirt etme giicliniin belirlenmesine, cesitli testlerin
etkinliklerinin kiyaslanmasina ve uygun pozitiflik esiginin belirlenmesine olanak
saglar [23]. Bir siniflandiricinin yeterliligini belirlemek i¢in kullanilabilen pratik bir
yontem, performansin tek bir deger ile ifadesidir. En yaygin kullanilan dl¢iim ise,
ROC egrisinin altinda kalan alandir (Area Under Curve - AUC). AUC orani ne kadar
biiyiik ise siniflandiricinin basarim orani da o kadar iyidir. AUC’nin olast degerleri
0.5’ten 1.0’a kadar degisim gosterir. Denklem 2’de verilen formiil ile AUC orant
hesaplanir.

AUC =l(ﬂ+ﬂ) 2

2 \TP+FN TN+FP

4.2  Veri Setleri

Bu ¢aligmada Ambros ve arkadaglar1 [24] tarafindan hata kestirimi amacli hazirlanmig
veri seti kullanilmistir. Bu veri seti igerisinden toplam 3689 sinifa sahip ac¢ik kaynak
kodlu 4 proje secilmistir. Siniflarin "Chidamber and Kemerer (CK)", "Object
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Oriented (OO)" ve entropi gibi farkli dl¢iitlerine ek olarak siniflardaki hata sayilar1 da
veri seti icerisinde yer almaktadir. Veri seti hakkindaki bilgiler Tablo 2’de verilmistir.

Tablo 2. Veri setine iligkin bilgiler

Yazihm Smif Sayisi Versiyon Sonraki Siiriim Hatalar
Eclipse JDT Core

. . 997 91 463
www.eclipse.org/jdt/core/
Eclipse P_DE ul _ 1562 97 401
www.eclipse.org/pde/pde-ui/
Equinox _framework _ 439 91 279
www.eclipse.org/equinox/
Apache Lucene 691 99 103

lucene.apache.org

4.3  Kaynak kod olgiitleri

Yazilimlar1 dogru olglimlemek, yazilimlardaki kaliteyi arttiracaktir. Yazilimlarin
Olglimiinde kullanilmak iizere gesitli yazilim olgiitleri iiretilmistir. "Chidamber and
Kemerer (CK)" ve "Object Oriented (OO)" olgiitler bunlardan bazilaridir.
Siniflandirma algoritmalarinin dikkate aldig1 her bir veri setine ait CK ve OO o6lg¢iitleri
Tablo 3’de verilmistir.

Tablo 3. CK ve OO olgiitleri

No Tip Olgiit Aciklama

1 CK DIT Kalitim agaci1 derinligi

2 CK WMC Agirlikli metot sayisi

3 CK CBO Nesneler arasindaki bagimlilik

4 CK NOC Siniflari sayisi

5 CK RFC Sinif yanit sayist

6 CK LCOM Metotlarin uyumsuzlugu

7 (0] Fan-in Sinifi referans eden diger siniflarin sayisi
8 (6]0) Fan-out  Sinif tarafindan referans edilen diger siniflarin sayisi
9 (6]0) NOA Niteliklerin say1s1

10 OO NOPA Genel niteliklerin say1st

11 OO NOPRA  Ogzel niteliklerin sayist

12 0O NOAI Kalitim niteliklerinin sayis1

13 0O LOC Kod satir sayisi

14 OO NOM Metotlarin sayisi

15 00 NOPM Genel metotlarin sayisi

16 00 NOPRM  Ozel metotlarin sayist

17 OO NOMI Kalitim metotlarinin sayist
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4.4 Degerlendirme Sonuclari

Tablo 4’de goriildiigli iizere literatiirden dort temel smiflandirict secilmistir.
Simiflandirma yapilirken her bir siniflandirict igin tekli ve kolektif siniflandiricilar
kullanilmustir. 4 ayr1 veri seti {izerinde, se¢ilen bu dort temel siniflandirici ile bunlarin
AdaBoost ve Rotation Forest kolektif siniflandirma modelleri kullanilarak, yazilim
hata kestirimi yapilmistir. Yapilan hata kestirimi sonucunda her bir proje i¢in ayr1 ayr1
elde edilen ACC ve AUC oranlar1 Tablo 4’te sunulmustur.

Tablo 4. Yapilan siniflandirma sonucu elde edilen ACC ve AUC sonuglari

Eclipse Eclipse Equinox Apache
JDT Core PDE UI Framework Lucene

ACC AUC ACC AUC ACC AUC ACC AuC

Simif Algoritma

Bayesian Logistic Reg. 0,72 057 08 050 066 070 090 0,550

Bayesian Logistic Reg.-
Bayes  AdaBoost

Bayesian Logistic Reg.-

Rotation Forest

Decision Table 0,84 0,75 0,85 0,61 0,69 0,77 0,90 0,62

Decision Table-
Rules  AdaBoost

Decision Table-

Rotation Forest

072 055 08 073 066 069 09 050

083 067 08 05 074 072 091 053

08 075 08 070 o070 077 090 0,65

08 075 08 074 069 078 090 0,70

IBk 080 069 079 060 069 075 086 0,56
Lazy IBk - AdaBoost 080 069 079 058 069 075 086 054
IBk — Rotation Forest 081 077 08 070 070 079 086 064
Ja8 082 070 08 065 067 075 090 053
Tree J48 - AdaBoost 081 077 084 069 070 076 088 0,63
J48 - Rotation Forest 0,84 0,77 0,86 0,72 0,69 0,76 0,90 0,67

Dort farkli veri seti icinde ACC ve AUC oranlarina bakilmistir. Toplam olarak 4
ayr1 projenin 4 farkli kategorine baktigimizda 16 veriden 11 tanesinin kolektif
simiflandiricilarin ACC metriginde daha iyi oldugu goriilmiistiir. Ote yandan AUC
metrigi temel alindiginda kolektif 6grenme algoritmalarimin diger dort temel
algoritma ile kiyaslamalarinda 16 veriden 15 tanesinde daha iyi oldugu goriilmiistiir.
Kolektif siiflandiricilarin kendi iginde ACC oranlarina gore karsilagtirildiginda 16
veriden 11 tanesine Rotation Forest algoritmasin Adaboost algoritmasina gére daha
iyi oldugu goriillmiistiir.
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5 Sonuc¢

Calismada dort temel simiflandiricr ile bunlarin AdaBoost ve Rotation Forest kolektif
smiflandirma modelleri  kullamilmugtir. 4 veri seti iizerinde toplam 12 adet
smiflandirma modeli denenmistir. Temel simiflandiricilar  segilirken  farkl
kategorilerden olmasina dikkat edilmistir. Calismada "bayes" kategorisinden
"Bayesian Logistic Regression" , "rules" kategorisinden "Decision Table", "lazy"
kategorisinden "IBK" ve "tree" kategorisinden "J48" siniflandiricilari segilmistir. Dort
farkli veri setinden 6zellikle "Bayesian Logistic Regression yonteminde Ensemble
Classifier yontemleri daha basarili oldugu goriilmiistiir. Genel olarak bakildiginda
ACC oranlarina gore yaklasik %70 oranla kolektif siniflandirma yontemlerini
kullanmak daha iyi bir sonug verdigi gozlemlenmistir.

Kaynaklar

1. Song, Q., Sheppard, M., Cartwright, M., and Mair, C.: Software Defect Association Min-
ing and Defect Correction Effort Prediction. In: IEEE Transactions on Software Engineer-
ing, Vol.32, No.2, pp. 69-82 (2006).

2. Fenton, N., and Ohlsson, N.: Quantitative Analysis of Faults and Failures in a Complex
Software System. In IEEE Transactions on Software Engineering, Vol.26, No.8, pp. 797-
814 (2000).

3. Catal, C., Sevim, U., and Diri, B.: Software Fault Prediction of Unlabeled Program Mod-
ules. Proceedings of the World Congress on Engineering, VVol.1, London, UK (2009).

4. Catal, C., Diri, B.: Investigating the effect of dataset size, metrics sets, and feature selec-
tion techniques on software fault prediction problem. Elsevier: Information Sciences,
Vol.179, No.8, pp. 1040-1058 (2009).

5. Akman, M., Geng, Y., Ankarali, H.: Random Forest Yontemi ve Saglik Alaninda Bir
Uygulama. Tirkiye Klinikleri J Biostat, 3(1), ss.36-48 (2011).

6. Akman, M.: Veri Madenciligine Genel Bakis ve Random Forests Yonteminin incelenmesi:
Saglik Alaninda Bir Uygulama. Yiiksek Lisans Tezi, Ankara Universitesi, Ankara (2010).

7. Cha, S.H., Tappert, C.C.: A Genetic Algorithm for Constructing Compact Binary Decision
Trees. Computer Science Department, Pace University 861 Bedford Road, Pleasantville,
Journal of Pattern Recognition Research, New York, Vol.4, No.1, pp.1-13 (2009).

8. Ozkan, Y.: Veri Madenciligi Yéntemleri. Papatya Yaymcilik Egitim, 2. Basim (2013)

9. Han, J., Kamber, M., Pei, J.: Data Mining: Concepts and Techniques. Third Edition, Mor-
gan Kaufmann (2011).

10. Kirmizigiil Caliskan, S., Sogukpmar, I.: K-means ve K en yakin komsu yontemleri ile
aglarda niifuz tespiti. 2. Ag ve Bilgi Giivenligi Ulusal Sempozyumu, Girne (2008)

11. Nigam, K., McCallum, A, Thrun, S., Mitchell, T.: Learning to Classify Text from Labeled
and Unlabeled Documents. In: Proceedings of the Fifteenth National/Tenth Conference on
Artificial Intelligence/Innovative Applications of Artificial Intelligence, pp. 792-799
(1998).

12. Cortés, E., Martinez, M.G., Rubio, N.G.: Multiclass Corporate Failure Prediction by Ada-
boost.M1. International Advances in Economic Research, 13, Issue 3, pp. 301-312 (2007).

13. Cortes, C. and Vapnik, V.: Support-vector network. Machine Learning. 20, 273-297.,
(1995).

120



14.

15.
16.

17.
18.

19.
20.

21.

22.

23.

24.

Augusty, S. M., lzudheen, S.: Ensemble Classifiers A Survey: Evaluation of Ensemble
Classifiers and Data Level Methods to Deal with Imbalanced Data Problem in Protein-
Protein Interactions. Review of Bioinformatics and Biometrics, Volume 2 Issue 1 (March
2013).

Breiman, L.: Bagging predictors. Machine Learning, 24(2) (1996).

Schapire, R. E.: Theoretical Views of Boosting and Applications. In: Proceedings of the
10th International Conference on Algorithmic Learning Theory (1999).

Schapire, R. E.: A Brief Introduction to Boosting. In: Proceedings of the 16th International
Joint Conference on Artificial Intelligence (1999).

Breiman, L.: Random Forests. Machine Learning. 45 (1). pp.5-32 (2001).

Liaw, A.: Documentation for R package Random Forest. (2012).

Colkesen, 1., Yomralioglu, T., Kavzoglu, T.: Rotasyon Orman Algoritmasi ile Yiiksek
Coziintirliikli Multispektral Uydu Goriintiilerinin Siniflandirilmasi. V. Uzaktan Algilama
ve Cografi Bilgi Sistemleri Sempozyumu (UZALCBS 2014). Istanbul (2014).

Cingiz, M. O., Albayrak, A., Amasyali, M. F.: Smiflandirici Topluluklarimn Giiriiltiilii
Verilere Kars1 Giirbiizliigiiniin Degerlendirilmesi. Signal Processing and Communications
Applications Conference (SIU). (2013).

Ozcift, A., Gulten, A.: Classifier ensemble construction with rotation forest to improve
medical diagnosis performance of machine learning algorithms. Computer Methods and
Programs in Biomedicine. Vol. 104. Issue 3. pp. 443-451 (2011).

Faraggi, D., Reiser, B.: Estimation of the area under the ROC curve. Stat Med. 21. pp.
3093-3106 (2002).

D'Ambros, M., Lanza, M., Robbes, R.: An extensive comparison of bug prediction ap-
proaches. In MSR '10: Proceedings of the 7th International Working Conference on Min-
ing Software Repositories. pp. 31-41 (2010).

121


http://en.wikipedia.org/wiki/Machine_Learning_%28journal%29

