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ABSTRACT
New approahes to study urban soial behavior use

Foursquare hek-ins to represent user's preferenes. In

this diretion, reently, researhers have proposed a

method for identifying ultural boundaries. Our study

is based on that methodology, aiming to validate the

results and to study some variations. We use a newer

dataset to evaluate the results obtained previously. We

found that the ultural separation results using our

dataset agree with those presented previously. Further-

more, we evaluated the impat of the data observation

window size in the results. Finally, we study two addi-

tional variations in the studied methodology. The ul-

tural separation quality obtained using these variations

is lower ompared with the results obtained by the ori-

ginal approah. The results reinfore that, in fat, the

methodology originally proposed might be useful to om-

plement large-sale studies on ultural di�erenes. Auto-

mati identi�ation of ultural di�erenes is a valuable

information that an enable the reation of new ubiqui-

tous appliations.
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INTRODUÇÃO
As formas tradiionais para estudar o omportamento

soial urbano, por exemplo questionários, podem ser

--

um problema para a realização de estudos em larga es-

ala. Reentes estudos, dentre eles [3, 4, 10, 11, 14, 16℄,

revelaram uma nova forma de obtenção de dados on-

siderando a Web Soial, partiularmente através de re-

des soiais baseadas em loalização (LBSNs), que pode

revoluionar o estudo do omportamento soial urbano.

Espei�amente em [16℄ os autores propuseram a uti-

lização de dados públios disponíveis a partir da LBSN

Foursquare para mapear as preferênias individuais de

usuários. Isto é interessante porque um hek-in

1

em

uma LBSN expressa a preferênia de um usuário por

um determinado tipo de lugar. Além disso, LBSNs

são aessíveis em quase todos os lugares e por qualquer

pessoa, amenizando o problema de esalabilidade e per-

mitindo que dados em diversas regiões do mundo sejam

oletados.

O estudo da in�uênia de diferenças ulturais no ompor-

tamento humano é um tema partiularmente desa�ador.

Cultura é um oneito tão omplexo e interessante que

nenhuma de�nição simples pode apturá-lo. Entre os

vários aspetos que de�nem a ultura de uma soiedade

inluem suas artes, renças religiosas e ostumes.

Sabemos que os hábitos alimentares e de bebidas são a-

pazes de desrever fortes diferenças entre as pessoas [1℄.

Com base nisso, o objetivo de Silva et al. [16℄ foi propor

uma nova metodologia para a identi�ação de fronteiras

ulturais e semelhanças entre soiedades, onsiderando

hábitos alimentares e de bebida. Para isso, foram usados

hek-ins do Foursquare para representar as preferênias

do usuário em relação ao que se ome e bebe loalmente,

por exemplo, em uma determinada idade. Os autores

estudaram omo essas preferênias mudam de aordo

om a hora do dia e loalizações geográ�as. A partir

disso riaram uma metodologia para a identi�ação de

ulturas semelhantes, que pode ser apliada a regiões de

tamanhos variados, omo países, idades ou até mesmo

bairros.

Com isso, este presente trabalho visa avaliar a metodolo-

gia para o estudo de diferenças ulturais proposta em [16℄.
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Nós exeutamos uma avaliação na metodologia estudada

em vários aspetos. Usamos um dataset mais reente,

ainda não utilizado, para avaliar os resultados obtidos

anteriormente seguindo a mesma metodologia proposta.

Veri�amos que os resultados de separação ultural uti-

lizando o nosso dataset onorda om os apresentados

anteriormente. Além disso, avaliamos o impato do

tamanho da janela de observação dos dados nos resul-

tados. Esta análise forneeu indiações de que a iden-

ti�ação das fronteiras ulturais usando um tamanho

de janela maior do que uma semana não se altera sig-

ni�ativamente. Finalmente, avaliamos duas variações

adiionais na metodologia estudada.

A orreta identi�ação de fronteiras ulturais é útil em

muitas áreas e apliações, inluindo apliações ubíquas.

Por exemplo, uma apliação que pode utilizar a infor-

mação ultural é um sistema de reomendação de loais,

o que é útil para os visitantes e moradores de uma idade.

Com base nessa informação, sistemas omo o Foursquare

e outros busadores baseados em loalização, omo o pro-

posto em [13℄, poderiam se bene�iar om a introdução

de novos ritérios e meanismos em seus sistemas de re-

omendação onsiderando as diferenças ulturais entre

as áreas. Por exemplo, uma pessoa que gosta de uma

área espeí�a de Manhattan poderia reeber uma re-

omendação de uma área similar ao visitar Londres.

O resto do trabalho está organizado da seguinte forma.

A Seção 2 apresenta alguns dos trabalhos relaionados.

A Seção 3 apresenta os datasets utilizados. A Seção 4

desreve a metodologia de agrupamento de regiões de

aordo om a informação ultural. A Seção 5 avalia o

impato nos resultados para datasets obrindo diferentes

períodos. A Seção 6 propõe e avalia duas variações na

metodologia original. Por �m, a Seção 7 apresenta as

onlusões do trabalho.

TRABALHOS RELACIONADOS
A utilização de dados da Web Soial para o estudo do

omportamento soial urbano é um tema reente de

pesquisa. Essa fonte de dados é interessante, pois per-

mite a realização de estudos em larga esala. Nessa di-

reção, vários estudos onentraram em estudar as pro-

priedades espaiais de dados ompartilhados em redes

soiais baseadas em loalização, omo o Foursquare

[2,9,12℄. No entanto, tais esforços visam prinipalmente

a investigação de padrões de mobilidade do usuário ou

propriedades de redes soiais e suas impliações. Salles

et al. [11℄ estudaram o uso do Foursquare nas maiores

idades do Brasil, levando em onsideração fatores so-

ioeon�mios destas idades. Cranshaw et al. [3℄ tam-

bém onsideraram dados do Foursquare para delimi-

tar áreas da idade em relação ao omportamento dos

usuários da rede soial estudada.

Além disso, estudos também mostraram omo o uso de

sistemas da Web soial pode variar entre os países. Por

exemplo, Hohman et al. [5℄ investigaram as preferênias

de or em fotos ompartilhadas através do Instagram,

mostrando diferenças onsideráveis nas preferênias en-

tre os países om ulturas distintas. Garia-Gavilanes

et al. [4℄ estudaram variações de uso do Twitter entre

os países, mostrando que as diferenças ulturais não são

apenas visíveis no mundo real, mas também observadas

no Twitter.

Nessa direção, Silva et al. [16℄ propuseram uma nova

metodologia para a identi�ação de fronteiras ulturais

e semelhanças entre populações, onsiderando hábitos de

omida e bebida. No entanto, os autores avaliaram essa

metodologia onsiderando um dataset que abrange uma

semana de dados. Apesar dos resultados serem promis-

sores, uma melhor avaliação dessa metodologia ainda é

neessária. O presente estudo baseia-se no trabalho [16℄

e visa avaliar a metodologia proposta de diversas for-

mas. Um estudo preliminar realizado também por Silva

et al. [15℄ forneeu mais indíios de que a metodologia

apresentada em [16℄ é promissora. Este presente estudo

omplementa esses trabalhos trazendo uma análise mais

robusta, provendo indíios mais fortes de que a metodolo-

gia apresentada em [16℄ é uma opção interessante para a

extração de fronteiras ulturais.

Estudos interulturais (isto é, o estudo das diferenças ul-

turais) não onstituem uma nova área de pesquisa. Na

verdade, eles já vem sendo realizados por pesquisadores

que trabalham nas iênias soiais, partiularmente em

antropologia ultural e psiologia [8℄. No entanto, iden-

ti�ar de forma automátia essas diferenças ulturais é

uma informação valiosa que pode habilitar novas apli-

ações ubíquas.

DESCRIÇÃO DOS DADOS
Analisamos um dataset do Foursquare, que é uma rede

soial baseada em loalização bastante popular. Nesse

sistema os usuários podem disponibilizar para seus ami-

gos os seus loais visitados, os hamados hek-ins. Os

dados do Foursquare foram oletados através do Twit-

ter

2

, que é um serviço de miroblogging, ou seja, ele

permite que os seus usuários enviem e reebam atuali-

zações pessoais de outros ontatos em textos de até 140

arateres, onheidos omo �tweets�. Além de tweets de

texto simples, os usuários também podem ompartilhar

loalizações (ou hek-ins) a partir de uma integração

om o Foursquare. Neste aso, hek-ins do Foursquare

anuniados no Twitter passam a �ar disponíveis publia-

mente, o que por padrão não aontee quando o hek-in

é publiado uniamente no sistema do Foursquare. Nós

onsideramos dois datasets que representam dois perío-

dos de tempo distintos: dataset 1 (D1) e dataset 2 (D2).

O dataset (D1) foi o mesmo utilizado em [16℄, om isso

temos aesso aos mesmos dados usados na riação da

metodologia que estamos estudando. Esse dataset é re-

ferente a uma semana de dados de maio de 2012. O

dataset (D2) foi oletado por nós, não sendo utilizado

previamente.

2
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Em nossos datasets, ada hek-in onsiste da latitude

e longitude, do identi�ador do usuário, da ategoria

do loal, bem omo do momento em que o hek-in foi

feito. Loais do Foursquare são agrupados em oito at-

egorias: Arts & Entertainment ; College & University ;

Professional & Other Plaes ; Residenes ; Great Out-

doors ; Shops & Servies ; Nightlife Spots ; e Food. Cada

ategoria, por sua vez, tem subategorias. Por exemplo,

Rok Club e Conert Hall são subategorias de Nightlife

Spots.

Como estamos interessados prinipalmente no que as pes-

soas omem ou bebem, nós agrupados manualmente as

subategorias de loais, disponíveis em nossos datasets,

relaionadas om três lasses: Bebida, Fast Food e Slow

Food. Após essa separação, a lasse Bebida resultou

21 subategorias (por exemplo, sake plae, karaoke bar

e pub), ao passo que a lasse Fast Food resultou em

27 subategorias (por exemplo, bakery, burger joint e

wings joint) e a lasse Slow Food em 53 subategorias,

inluindo Chinese restaurant, steakhouse e Greek restau-

rant.

Table 1. Correlação (Spearman) do número de hek-ins

dados em ada subategoria dos datasets D1, D2 e D3.

Classe Bebida

Datasets usados ρ (p-value)

D2, D3 0.99 (0)

D3, D1 0.94 (5.4e-07)

Classe Fast Food

Datasets usados ρ (p-value)

D2, D3 0.99 (0)

D3, D1 0.8 (1.2e-05)

Classe Slow Food

Datasets usados ρ (p-value)

D2, D3 0.99 (0)

D3, D1 0.96 (0)

D1 abrange uma únia semana de Abril de 2012. O outro

dataset, D2, abrange um período maior e mais reente:

de 24 de abril de 2014 a 18 de junho de 2014. Ter aesso a

dataset maior é partiularmente interessante porque nos

permite estudar a metodologia para apturar fronteiras

ulturais em diferentes janelas de observação. Nossa o-

leta de dados enfrentou alguns problemas, possivelmente,

não apturando todos os dados ompartilhados nos dias

em que oorreram problemas. Por esta razão, deidimos

riar um novo dataset, dataset D3, que é um subon-

junto de D2 ontendo apenas algumas semanas, sem dias

om problemas de oleta, ontendo as semanas 3, 7 e 8.

Também é interessante ter esse dataset porque obre par-

ialmente um evento mundial: Copa do mundo da FIFA

de 2014 (semana 8).

A �m de estudar a semelhança dos nossos três datasets,

nós orrelaionamos o número de hek-ins dados em

ada uma das subategorias de loais (para as lasses

Bebida, Fast Food e Slow Food), utilizando a orrelação

de Spearman. A Tabela 1 resume os resultados. Como

podemos ver, os datasets D2 e D3 possuem alta orre-

lação positiva. A orrelação de D2 e D3 om D1 também

é elevada. Apesar da sugestão de que D2 re�ete orreta-

mente o omportamento dos usuários, no resto do dou-

mento desonsideramos D2 na maioria das análises, a �m

de evitar qualquer enviesamento nos resultados. Usamos

D2 somente em uma análise espeí�a relaionada om o

tamanho das janelas de observação de dados, disutida

na Seção 5, onde a inompletude deste dataset é uma

araterístia interessante na avaliação.

Neste estudo onsideramos as mesmas regiões, idades

e países estudadas em [16℄. Ao todo analisamos 16

países em várias regiões do mundo (Argentina, Austrália,

Brasil, Chile, Inglaterra, França, Indonésia, Japão, Co-

reia do Sul, Malásia, Méxio, Rússia, Singapura, Es-

panha, Turquia e Estados Unidos), 27 idades (Natal,

Reife, Belo Horizonte, Rio de Janeiro, São Paulo, Man-

aus, Miami, Nova Iorque, Chiago, Dallas, Denver, Las

Vegas, São Franiso, Paris, Londres, Istambul, Mosou,

Bangueoque, Kuala Lumpur, Singapura, Jaarta, Ban-

dung, Surabaia, Manila, Osaa e Tóquio), bem omo

regiões populares de Londres (8 regiões), Nova Iorque

(8 regiões) e Tóquio (9 regiões). Para realizar essa sepa-

ração de dados nós utilizamos as oordenadas geográ�as

do hek-in e um sistema de informação geográ�a.

METODOLOGIA PARA O AGRUPAMENTO DE ÁREAS
Para o agrupamento de regiões om hábitos alimentares

e de bebida similares, utilizamos a mesma metodologia

proposta em [16℄. Primeiramente, ada área a é repre-

sentada por um vetor de preferênia omposto de 808

araterístias (features), ou seja, o número normalizado

de hek-ins em ada uma das 101 subategorias onside-

radas em quatro períodos distintos do dia (madrugada,

manhã, tarde e noite), durante a semana e nos �ns de

semana. Em seguida, apliamos uma Análise de Com-

ponentes Prinipais (PCA) [7℄. Finalmente, usamos o

algoritmo k-means, uma ténia de agrupamento ampla-

mente utilizada, para agrupar áreas no espaço de�nido

pelos omponentes prinipais enontrados.

Também seguindo a metodologia de [16℄, ao analisar

países, de�nimos k = 7 (mesmo número de grupos, lus-

ters, utilizados por Inglehart e Welzel [6℄, estudo que

utilizou dados oletados de forma tradiional e agrupou

países de aordo om aspetos ulturais). Seguindo a

mesma lógia, onsideramos k = 4 para as idades,

uma vez que a ideia também é estudar idades de 4

diferentes ontinentes e k = 3 para regiões dentro de

uma idade, porque onsideramos 3 idades nessa análise.

Além desses valores de k omputamos os grupos para

k = 2 e k = 10 para todas as áreas onsideradas, a �m

de avaliar o resultado de agrupamento. Os parâmetros

k = 2 e k = 10 são usados para estudar grupos �re-

laxados� e �ompatos�, respetivamente. Essa avaliação

de grupos relaxados e ompatos não foi feita por [16℄

e é interessante para entender a variabilidade dos gru-

pos. Utilizamos a similaridade de osseno para alular

a semelhança entre os loais.

Para ajudar na análise desses resultados, propomos neste

trabalho um Índie de Similaridade de Grupo ci,j que
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representa a semelhança entre um onjunto de grupos

(lusters) (i) om outro onjunto de grupos (j). Este

índie pode ser usado, por exemplo, para avaliar o quão

boa é a orrespondênia entre os grupos obtidos uti-

lizando o nosso novo dataset om o antigo. O Algo-

ritmo 1 mostra os passos para alular c. Este algo-

ritmo analisa todos os pares de grupos que se deseja

omparar. Para ada par ele alula o número de ele-

mentos semelhantes (hit) entre os grupos, bem omo o

número de elementos diferentes (miss). O algoritmo usa

esses valores para alular um fator de desonto. O

fator de desonto é usado para penalizar um agrupa-

mento ruim, ou seja, grupos om valor baixo de �hit�

e valor alto de �miss�. O resultado de c tem um valor

máximo de 1. Quanto mais perto de 1 mais semelhan-

tes são os grupos omparados. O exemplo a seguir

onsidera dois onjuntos hipotétios de grupos, Clus-

ters1 e Clusters2, para nos ajudar a entender o algo-

ritmo. Clusters1: (x, y, z), (a, b, c, d), (e, f). Clusters2:

(x, y, d), (a, b, c, z), (e, f). Resultado: c1,2 = 0, 68. Expli-
ação: (2−1/2)+(3−1/3)+(2−0) (soma da interseção

máxima om seu respetivo fator de desonto) dividido

por 9 (número de elementos no total).

Algoritmo 1: Passos para alular o índie de similari-

dade de grupo c.

listMaxs = [℄

paraada c1 em lusterSet1 fazer

max = 0

desonto = 0

paraada c2 em lusterSet2 fazer

hit = c1 ∩ c2
se hit == 0 então

ontinuar

�m

miss = tamanho(c2) − hit

se miss 6= 0 então

desonto = miss/hit
�m

al = hit−desonto
se al > max então

max = al

�m

�m

listMaxs.append(max)

�m

c = soma(listMaxs)/numTotalElementosClusters

IMPACTO DO TAMANHO DA JANELA DE OBSERVAÇÃO
Ao reproduzir os resultados utilizando a metodologia

menionada aima, observamos que os resultados obti-

dos para o D1 e D3 são muito semelhantes. Com isso,

uma pergunta natural é: qual é o impato do tamanho

da janela de observação nos resultados?

Lembre-se de que D1 tem uma semana ompleta, D3 tem

três semanas ompletas, que estão ontidas em D2 que

tem oito semanas, mas algumas delas provavelmente não

representam todos os dados que poderiam ser oletados.

A �m de responder a questão oloada, investigamos o

impato nos resultados onsiderando ada semana de D2

individualmente. Esse tamanho da janela em partiular

foi esolhido para ir de aordo om o tamanho do dataset

D1. A Figura 1 mostra o índie de similaridade de grupo

para grupos obtidos utilizando ada semana individual

do dataset D2 (1-8) om grupos obtidos utilizando D3,

para os países (Figura 1a), idades (Figura 1b) e regiões

(Figura 1). Os resultados referem-se a todos os valores

de k onsiderados neste trabalho.

Enontramos c = 1, em todas as �guras, para a maio-

ria dos grupos identi�ados para todos os valores de k,
exeto k = 10. Outra ponto em omum em todos os re-

sultados é o valor muito baixo de c para a semana 6. Isso

é esperado porque esta semana em partiular não possui

quase nenhum dado (6 dias sem dados, o que representa

uma janela de observação muito urta).

Considerando k = 4 no resultado de idades (Figura 1b),
temos dois asos de idades que c 6= 1 (além da semana

6): utilizando a semana 1 e 7. Para ambos os asos o

valor de c é c = 0, 7 e os grupos são iguais aos grupos

que foram enontrados utilizando D1. Isso sugere que as

diferenças ulturais observados usando D1 são represen-

tativas. Como esta é uma janela de observação pequena,

as variações no omportamento das pessoas em qualquer

situação atípia, por exemplo, más ondições meteoro-

lógias, são mais susetíveis de serem apturadas. Este

pode ser o aso de todas essas semanas menionadas.

Para as regiões onsiderando k = 3 o índie de similari-

dade de grupo é de c = 1 para todas as semanas, exeto

a semana 6 (esperada) e na semana 7, mas que possui

um valor de c muito alto: c = 0, 95.

Analisando os resultados para k = 10 para países e

idades, observamos que a maioria dos grupos para to-

das as semanas são semelhantes entre si, expliando os

valores similares de c, era de 0, 7 (para países) e 0, 9
(para idades). Estes valores são onsideravelmente al-

tos, indiando que todos os grupos são semelhantes om

os grupos enontrados usando D3.

Voltando nossa atenção para os grupos enontrados para

regiões onsiderando k = 10, índies de similaridade de

grupo baixos também foram observados, no entanto, om

uma variação maior do que a observada para países e

idades. Este resultado pode ser expliado pelo fato de

que as regiões, devido ao seu tamanho menor, tendem

a ser mais susetíveis à variação no omportamento das

pessoas que vieram visitá-las, fato que talvez pode ser

atenuado através de um dataset que abrange uma janela

de tempo maior.

Todos estes resultados sugerem que os limites ulturais

identi�ados utilizando uma janela de observação maior

do que uma semana não se alteraram signi�ativamente,

apesar da sugestão de que é possível obter resultados

mais preisos quando onsiderando grupos mais om-

patos, ou seja, esolhendo um número grande de gru-

pos para ser enontrado (K = 10 em nossos exemplos).

Isso é espeialmente válido em esala menor, tais omo

a nível de regiões. No entanto, usando um dataset que

abrange onsideravelmente menos do que uma semana,
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Figure 1. Índie de similaridade de grupo dos grupos

obtidos para ada semana individual de D2 (1 a 8) om

os grupos para D3.

isto é, uma janela pequena de observação para apturar

a rotina de usuários, tal omo a semana 6, os resultados

tendem a ser onsideravelmente piores.

ANÁLISES ADICIONAIS
Nesta seção, o nosso objetivo é avaliar se a metodolo-

gia de agrupamento que estamos seguindo é satisfatória.

Para isso, analisamos duas variações na abordagem ori-

ginal, o que poderia simpli�ar a abordagem original,

melhorando o desempenho de proessamento para um

volume maior de dados.

Descrição das Análises
Nesta seção, nós ignoramos a dimensão tempo na nossa

avaliação para propor duas análises adiionais (AA) para

a identi�ação das fronteiras ulturais.

• AA1: nesta análise o vetor de preferênias dos usuários

onsidera apenas os tipos de loais (subategorias de

lugares) apresentados em ada idade. Não onsidera-

mos o número de hek-ins realizados em ada loal;

• AA2: nesta análise o vetor de preferênias onsidera

os tipos de loais, bem omo a sua popularidade, isto é,

que onsideramos o número normalizado de hek-ins

realizados em ada uma das 101 subategorias.

Com AA1 tentamos responder a pergunta: será que a

existênia de ertos tipos de loais em uma área a são

su�ientes para expliar as diferenças ulturais? AA2

nos ajuda a omplementar a primeira questão, visando

responder: a popularidade desses loais é útil/essenial

nessa tarefa?

O resto da metodologia ontinua da mesma forma omo

apresentado na Seção 4. Em suma, agora representamos

ada área a por um vetor de preferênia omo desrito

em AA1 e AA2, desonsiderando a dimensão temporal.

Em seguida, apliamos a ténia PCA a esses vetores

para obter os seus omponentes prinipais. Finalmente,

usamos o algoritmo k-means para agrupar áreas no es-

paço de�nido pelos omponentes prinipais identi�ados.

Nós realizamos essa análise para áreas que representam

países, idades e regiões. Para esta análise onsideramos

apenas o dataset D3.

Avaliando AA1
Ronald Inglehart e Christian Welzel propuseram um

mapa ultural do mundo om base nos dados do World

Values Surveys (WVS) 2005-2008 [6℄. Além disso, ofe-

reeram uma divisão do mundo em grupos, semelhante

om o que fazemos neste trabalho. Primeiro estudamos

os resultados obtidos para AA1. Os grupos enontra-

dos para países onsiderando k = 7, k = 2 e k = 10
não vão de aordo om os dados do WVS e nem om o

senso omum. Há sempre um grupo om o número má-

ximo possível de aordo om o k. Em outras palavras,

uma vez que temos 16 países, quando de�nimos k = 7
nós temos um grupo om 10 países e outros 6 grupos
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Table 2. Índie de similaridade de grupo entre os grupos

enontrados usando a metodologia original (onsiderando

o dataset D3) e usando AA1. O índie é gerado para todos

os tipos de áreas e k valores onsiderados.

Países

Número de grupos (k) caa1,D3

k = 7 0,18

k = 2 0,5

k = 10 0,31

Cidades

Número de grupos (k) caa1,D3

k = 4 0,39

k = 2 0,57

k = 10 0,32

Regiões

Número de grupos (k) caa1,D3

k = 3 0,39

k = 2 0,56

k = 10 0,34

ontendo um país ada. Esses agrupamentos são prati-

amente seleionados aleatoriamente apenas para satis-

fazer o k esolhido, resultando em grupos muito dife-

rentes dos observados onsiderando o WVS. De fato, o

índie de similaridade de grupo enontrado onsiderando

os grupos para k = 7 e os grupos enontrados para o

WVS é: caa1,wvs = 0, 18.

Como nós tendemos a ter muitos dados representando

um país, o resultado insatisfatório para esta abordagem é

esperado, pois é provável que enontremos todos os tipos

de lugares (em nosso vetor de preferênia) para todos os

países. Por esta razão, as distânias de ada vetor de

preferênias tendem a ser zero, tornando a qualidade do

agrupamento muito baixa.

Nós também alulamos o índie de similaridade de

grupo entre todos os resultados obtidos onsiderando

AA1 om a metodologia original usando o dataset D3,

gerando então caa1,D3, omo mostra a Tabela 2. O índie

é obtido para todos os tipos de áreas e valores de k
onsiderados. Como podemos ver, os resultados para

países, onsiderando todos os valores de k, obtidos om
AA1 também são muito distintos daqueles obtidos om

a metodologia original.

Avaliando AA2
Voltamos nossa atenção agora para os resultados obtidos

para AA2. Estudando os resultados para países, observa-

mos que eles vão onsideravelmente mais de aordo om

os enontrados por Ronald Inglehart e Christian Welzel

usando dados do WVS do que aqueles obtidos utilizando

AA1. No entanto, eles são menos preisos do que os re-

sultados obtidos usando a metodologia original de [16℄.

Por exemplo, o grupo omposto por Turquia e Austrália

identi�ado utilizando a abordagem AA2 não é identi-

�ado utilizando a metodologia original de Silva e nem

por Inglehart. Para estudar este aso a Tabela 3 mostra

os valores de c entre os grupos enontrados usando a
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Figure 2. Resultados de agrupamento para idades

usando AA2 para k = 4 e onsiderando D3.

metodologia original e a abordagem AA2. Como pode-

mos ver, os resultados para países não onordam onsi-

deravelmente om a metodologia original para k = 7 e

k = 10.

Este não é o aso para idades e regiões, asos em que os

resultados om AA2 são mais semelhantes om aqueles

obtidos utilizando a metodologia original. Apesar disso,

a similaridade elevada não é sempre obtida. Além disso,

utilizando a metodologia de [16℄ somos mais propensos a

obter resultados que são esperados de aordo om o senso

omum. Por exemplo, usando AA2 para k = 4, Figura
2, Londres foi agrupada om Bangkok, Tóquio, Manila,

Mosou e Osaa, fato que não é observado usando a

metodologia original. Além disso, a metodologia origi-

nal tende a agrupar regiões dentro da mesma idade me-

lhor do que om AA2. Esta é outra indiação de que os

resultados obtidos om a metodologia original separam

melhor áreas distintas ulturalmente.

Table 3. Índie de similaridade de grupo entre os grupos

enontrados usando a metodologia original (onsiderando

o dataset D3) e usando AA2. O índie é gerado para todos

os tipos de áreas e k valores onsiderados.

Países

Número de grupos (k) caa2,D3

k = 7 0.4

k = 2 0.92

k = 10 0.59

Cidades

Número de grupos (k) caa2,D3

k = 4 0.95

k = 2 0.96

k = 10 1

Regiões

Número de grupos (k) caa2,D3

k = 3 1

k = 2 1

k = 10 0.88
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Figure 3. Resultados de agrupamento para regiões usando

a metodologia original para o dataset D1 (k = 3) e on-

siderando somente a lasse Bebida.

Discussão
É importante ressaltar que a omparação realizada aqui

om a metodologia original e as abordagens AA1 e AA2

foi em relação à identi�ação dos limites ulturais. No

entanto, temos que ter em mente que a redução da di-

mensão, na mesma direção usada nas abordagens AA1 e

AA2, pode ser útil para obter outros tipos de informações

sobre as áreas onsideradas. A �m de deixar mais lara

a utilidade de redução de dimensão, quando analisamos

um subonjunto de araterístias, por exemplo, hábitos

de bebida durante os �ns de semana em todas as regiões

de Londres, Nova Iorque e Tóquio, resultado mostrado

na Figura 3, nós desobrimos que algumas regiões de

Londres e Nova Iorque são agrupadas. Isto é orrobo-

rado pelos resultados apresentados em [16℄: para er-

tas ategorias, existem regiões de diferentes idades que

são muito semelhantes e, por isso, são agrupadas. Isto

pode ser útil em um apliativo, por exemplo, para sugerir

áreas para onsumir bebidas om os amigos.

CONCLUSÕES
Considerando datasets do Foursquare om diferentes vo-

lumes de dados e tamanhos de janela de observação,

avaliamos uma metodologia para a identi�ação de fron-

teiras ulturais em diferentes aspetos. Os resultados

reforçam a sugestão de que a metodologia estudada, que

usa de dados da Web soial, partiularmente sobre a

preferênia dos usuários por estabeleimentos alimenta-

res, pode ser uma alternativa viável a métodos tradi-

ionais para a extração de fronteiras ulturais. Uma

forma automátia de identi�ação de fronteiras ulturais

pode habilitar a onstrução novas apliações da Web so-

ial. Existem vários trabalhos futuros para este estudo,

por exemplo, um estudo teório do impato da janela

de observação de dados nos resultados, bem omo a ava-

liação do impato da qualidade dos dados utilizados nos

resultados.
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