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Resumen: En este trabajo se describe la participación del grupo de investigación
ELiRF de la Universitat Politècnica de València en el Taller TASS2018, enmarcado
dentro de la XXXIV edición del Congreso Internacional de la Sociedad Española para
el Procesamiento del Lenguaje Natural. Presentamos las aproximaciones utilizadas
para la tarea “Good Or Bad News? Emotional categorization of news articles” del
TASS, los resultados obtenidos y una discusión de los mismos. Nuestra participación
se ha centrado principalmente en explorar diferentes aproximaciones basadas en Deep
Learning, consiguiendo resultados competitivos en la tarea abordada.
Palabras clave: Twitter, Análisis de Sentimientos, Deep Learning.

Abstract: This paper describes the participation of the ELiRF research group of
the Universitat Politècnica de València at TASS2018 Workshop which is a satellite
event of the XXXIV edition of the International Conference of the Spanish Society
for Natural Language Processing. We describe the approaches used for “Good Or
Bad News? Emotional categorization of news articles” task, the results obtained and
a discussion of these results. Our participation has focused primarily on exploring
different approaches of Deep Learning and we have achieved competitive results in
the addressed task.
Keywords: Twitter, Sentiment Analysis, Deep Learning.

1 Introducción

El Taller de Análisis Semántico de la SEPLN
(TASS) ha propuesto históricamente tareas
relacionadas con el análisis de sentimientos,
con el objetivo de evaluar los diversos siste-
mas planteados por los participantes. Para
estas tareas, desarrollan recursos lingǘısticos
de libre acceso como corpora anotados con
polaridad, bien a nivel de aspectos o a nivel
global.

En esta séptima edición del TASS
(Mart́ınez-Cámara et al., 2018), además de
las tareas 1 y 2, dedicadas a análisis de sen-
timiento, la organización plantea las tareas 3
y 4, dedicadas al descubrimiento de conoci-
miento en documentos médicos y a la cate-
gorización emocional de noticias respectiva-
mente.

Con respecto a la tarea 4, la cual es abor-
dada en este art́ıculo, el objetivo consiste en
clasificar titulares de noticias como SAFE o

UNSAFE, en función de si se pueden posi-
cionar anuncios en la noticia o no. El criterio
de decisión del posicionamiento de noticias
puede llegar a ser muy complejo y, en este
caso, la organización de la tarea opta por un
criterio basado en las emociones y la temática
expresadas en la noticia. Concretamente, se
considera que una noticia es SAFE en caso
de que no exprese ninguna emoción negativa
ni trate ningún tema controvertido, en cual-
quier otro caso, la noticia no es segura para
posicionar anuncios y se considera UNSA-
FE.

El presente art́ıculo resume la participa-
ción del equipo ELiRF-UPV de la Universi-
tat Politècnica de València en todas las sub-
tareas de la tarea 4, que tratan la categoriza-
ción emocional de noticias con el objetivo de
determinar si es seguro posicionar anuncios
en ellas.

El resto del art́ıculo se estructura como si-
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gue: primero se describen el corpus, las apro-
ximaciones y los recursos utilizados en la ta-
rea. A continuación, se presenta la evaluación
experimental realizada y los resultados obte-
nidos. Finalmente, se muestran las conclusio-
nes y posibles trabajos futuros.

2 Corpus

Para la primera edición de la tarea 4, la or-
ganización ha construido el corpus SANSE,
compuesto por titulares en variantes del es-
pañol utilizado en España y en diversos páıses
de América Latina. Aśı, se han considerado
diversas variantes del español con el objeti-
vo de que los sistemas sean capaces de afron-
tar dificultades relacionadas con la diversidad
léxica, sintáctica y temática.

El corpus está compuesto por 2000 titula-
res de noticias, a partir de los cuales, los orga-
nizadores han extráıdo particiones de entre-
namiento, validación y test en función de ca-
da subtarea. Para la subtarea 1, partiendo del
conjunto de datos completo, que incluye to-
das las variedades lingǘısticas, se proporciona
un conjunto de entrenamiento de 1250 mues-
tras, uno de validación de 250 y otro de test
de 500 (L1). Además, proponen un conjunto
adicional de test compuesto por 13152 titu-
lares (L2). Por otro lado, para la subtarea 2,
los conjuntos de entrenamiento y validación
están formados únicamente por los titulares
en español de España, con 207 y 48 muestras
respectivamente. En este caso, el conjunto de
test está compuesto por 407 titulares escritos
en el resto de variedades lingǘısticas.

En las Tablas 1 y 2 se muestra la distribu-
ción de las clases SAFE y UNSAFE para
las subtareas 1 y 2 respectivamente. Como se
puede observar, en todas las particiones exis-
te un sesgo hacia la clase UNSAFE, aunque
la magnitud de dicho sesgo difiere entre par-
ticiones e.g. en L2 hay el doble de muestras
UNSAFE que SAFE, mientras que en L1
hay un 19.6 % más de muestras UNSAFE.
En el caso de las particiones de entrenamien-
to y validación de la subtarea 1, la magnitud
del desbalanceo es idéntica i.e. 490

1250 = 98
250 y

760
1250 = 152

250 . En la subtarea 2, todas las parti-
ciones tienen un sesgo similar también hacia
la clase UNSAFE.

3 Descripción de los sistemas

Como baselines se han implementado dos sis-
temas basados en Support Vector Machine

Train Dev L1 L2
SAFE 490 98 201 4461
UNSAFE 760 152 299 8692
Σ 1250 250 500 13152

Tabla 1: Distribución de las muestras en la
subtarea 1 para las clases SAFE y UNSA-
FE.

Train Dev Test
SAFE 80 19 156
UNSAFE 127 29 251
Σ 207 48 407

Tabla 2: Distribución de las muestras en la
subtarea 2 para las clases SAFE y UNSA-
FE.

(Cortes y Vapnik, 1995) que hacen uso de re-
presentaciones bag-of-words de los titulares,
a nivel de palabras (BOW) y de caracteres
(BOC). Con ello, para mejorar los resulta-
dos de los baselines, se han explorado varias
arquitecturas Deep Learning y representacio-
nes.

La tokenización utilizada consiste en la
adaptación para el castellano del tokeniza-
dor Tweetmotif (O’Connor, Krieger, y Ahn,
2010). Tras la tokenización, se ha llevado a
cabo una etapa de preproceso sobre los titu-
lares que consiste en eliminar acentos y con-
vertir a minúsculas.

Con los baselines y el preproceso ya deter-
minado, se han explorado diversas arquitec-
turas Deep Learning, de la misma forma que
en nuestra participación en las tareas 1 y 2 del
taller. Concretamente, estudiamos Convolu-
tional Neural Network (CNN) (Kim, 2014),
Attention Bidirectional Long Short Term Me-
mory (Att-BLSTM) (Zhou et al., 2016) y
Deep Averaging Networks (DAN) (Iyyer et
al., 2015). Con respecto a las representacio-
nes, se han empleado tipos distintos en fun-
ción del modelo utilizado en la experimen-
tación. A destacar: BOW, BOC, word em-
beddings de Twitter (TWE) (Hurtado, Pla, y
González., 2017) y el modelo de (Cardellino,
2016) (CWE), aśı como lexicones de polari-
dad y emociones (LE) (Mohammad y Turney,
2013), (Saralegi y Vicente, 2013), (L. Cruz
et al., 2014), (Molina-González et al., 2013).
Para llevar a cabo la experimentación con
diversos sistemas y representaciones, hemos
utilizado las libreŕıas Keras (Chollet, 2015),
Scikit-Learn (Buitinck et al., 2013) y Gensim
(Řeh̊uřek y Sojka, 2010).
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(1) c = SAFE, y = UNSAFE, p(y|x) = 99,58 %: Venezuela: encontraron dos aeronaves que presuntamente estaban
vinculadas al narcotráfico

(2) c = UNSAFE, y = SAFE, p(y|x) = 97,07 %: Doble premio a la memoria histórica en la Berlina-
le

(3) c = SAFE, y = UNSAFE, p(y|x) = 50,80 %: ¿Se viene la lluvia?

(4) c = UNSAFE, y = SAFE, p(y|x) = 50,80 %: Con su “sinceridad” a prueba: China insta a EE.UU. y
Corea del Norte a un diálogo urgente

Tabla 3: Ejemplos de dos errores con p(y|x) máximas y mı́nimas sobre el conjunto de test L1 de
la subtarea 1.

(4) c = SAFE, y = UNSAFE, p(y|x) = 99,58 %: La Comisión de Poĺıtica Exterior de la AN declaró ”fin de la
integraciónçon Colombia y Brasil

(5) c = UNSAFE, y = SAFE, p(y|x) = 99,75 %: Petunia, la segunda opción que descartaron la China
Suárez y Benjamı́n Vicuña como nombre de su hija Magnolia

(6) c = SAFE, y = UNSAFE, p(y|x) = 50,03 %: En alerta por los hinchas rusos del Lokomotiv que hoy
llegan a Madrid

(7) c = UNSAFE, y = SAFE, p(y|x) = 50,02 %: Kim Cattrall, lapidaria: “Sarah Jessica Parker, no necesi-
to tu apoyo en este trágico momento”

Tabla 4: Ejemplos de dos errores con p(y|x) máximas y mı́nimas sobre el conjunto de test L2 de
la subtarea 1.

Para entrenar los modelos basados en re-
des neuronales, con el objetivo de evitar el
impacto del desbalanceo entre las clases SA-
FE y UNSAFE, se ha empleado como fun-
ción de loss una versión ponderada de la en-
troṕıa cruzada. Concretamente, L(x) · log(µ ·
nr
nc

), donde nr es el número de muestras en

la clase mayoritaria (UNSAFE) y nc es el
número de muestras en la clase de la muestra
x.

Por último, con respecto al criterio de elec-
ción del mejor modelo, se ha escogido la ar-
quitectura Deep Learning y la representación
que mejor se comporta en la partición de vali-
dación de la subtarea 1. Una vez determinada
la representación y la arquitectura junto con
sus hiperparámetros, este mismo sistema se
emplea en la subtarea 2.

4 Fase de ajuste

Para estudiar el comportamiento de los dife-
rentes modelos, se realizó un proceso de ajus-
te. Aśı, experimentamos con varios sistemas
y representaciones sobre la subtarea 1 para
escoger el mejor y reutilizarlo en la subtarea
2. En la Tabla 6 se muestran los resultados
obtenidos por cada sistema en el conjunto de
validación de la subtarea 1. En dicha tabla,
S hace referencia al sistema y R al tipo de
representación empleada por dicho sistema.

Como se puede observar, SVM con BOW

(1-2gramas) obtiene un 73.20 % Acc y 69.88
Macro-F1, mejorando al baseline SVM con
BOC (1-10gramas), aunque las diferencias no
son significativas a nivel de Acc. Además,
si en lugar de utilizar representaciones bag-
of-words de los titulares, empleamos la su-
ma de embeddings TWE con el mismo siste-
ma SVM, conseguimos mejorar en 3.60 % de
Acc y 5.80 puntos de Macro-F1, lo que indica
que representaciones que capturan contenido
semántico de las palabras aportan informa-
ción importante para la tarea. Esto puede ser
debido a la capacidad de los embeddings de
agrupar palabras con temática similar, lo que
parece ser relevante al determinar si un titu-
lar de noticia aborda un tema controvertido
o no.

Por otro lado, si en lugar de utilizar SVM
como modelo de clasificación, empleamos mo-
delos basados en Deep Learning como DAN,
CNN o Att-BLSTM conseguimos mejoras de
entre 3.6 % y 8.8 % tanto de Macro-F1 como
de Acc. Es necesario destacar que las diferen-
cias de Acc entre los modelos Deep Learning
y los baselines son significativas, a pesar de
que los intervalos de confianza son muy am-
plios debido al reducido número de muestras
en el conjunto de validación.

Otros aspectos relevantes de la experimen-
tación consisten en la incorporación de le-
xicones al mejor modelo (DAN + TWE +
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(8) c = SAFE, y = UNSAFE, p(y|x) = 88,82 %: Siete millones de boĺıvares pagan los pacientes renales por una
bolsas de sangre

(9) c = UNSAFE, y = SAFE, p(y|x) = 58,73 %: Boĺıvar, Cesar, Sierra Nevada y Córdoba, escenarios de
reclutamiento de menores en el Caribe

(10) c = SAFE, y = UNSAFE, p(y|x) = 50,14 %: Vicepresidente Garćıa Linera entrega obra deportiva en
Bolivia

(11) c = UNSAFE, y = SAFE, p(y|x) = 50,22 %: Poder Judicial ordenó congelar cuentas bancarias de
Alejandro Toledo

Tabla 5: Ejemplos de dos errores con p(y|x) máximas y mı́nimas sobre el conjunto de test de la
subtarea 2.

S R Macro-P Macro-R Macro-F1 Acc

Subtarea 1

SVM BOW 72.97 69.26 69.88 73.20±5.48

SVM BOC 68.02 66.66 67.01 69.60±5.69

SVM TWE 75.67 75.85 75.75 76.80±5.22

DAN (run1) TWE 85.71 83.81 84.52 85.60±4.34

DAN CWE 82.94 78.34 79.50 81.60±4.79

DAN TWE+LE 83.85 83.18 83.48 84.40±4.48

Att-BLSTM TWE 79.51 79.17 79.33 80.40±4.91

CNN TWE 80.54 78.59 79.27 80.80±4.87

Subtarea 2 DAN (run1) TWE 84.72 77.22 78.56 81.25±11.04

Tabla 6: Resultados de los diversos sistemas sobre los conjuntos de validación.

LE) y en la utilización de embeddings preen-
trenados con datos más similares a los de
la tarea (Cardellino, 2016) (DAN + CWE).
En el primer caso, los lexicones de polari-
dad/emociones no parecen aportar informa-
ción relevante al clasificador. Del mismo mo-
do, la utilización de CWE conlleva reduccio-
nes de 5 puntos de Macro F1 y de 4 % Acc
con respecto a los embeddings TWE, lo que
resulta contraintuitivo debido a la mayor si-
militud entre el dominio de la tarea y el de
los embeddings CWE.

De todos los sistemas explorados para la
subtarea 1, escogemos aquel que maximiza
las dos métricas de evaluación, Acc y Macro-
F1 i.e. DAN + TWE. Una vez escogido el
mejor sistema, se utiliza en la subtarea 2 en-
trenando con el conjunto de entrenamiento
de dicha subtarea. Con todo ello, generamos
dos runs para cada subtarea, un primer run
(run1) entrenado únicamente con la parti-
ción de entrenamiento y un segundo (run2)
reentrenando el modelo run1 con las parti-
ciones de entrenamiento y validación durante
3 iteraciones más.

La Figura 1 muestra el sistema propues-
to en este trabajo, donde xi representa el
embedding de la palabra i, N representa el
uso de Batch Normalization (Ioffe y Szegedy,
2015), F la no linealidad, en este caso ReLU,

D se refiere al uso de Dropout (Srivastava et
al., 2014) con p = 0,3, W1 ∈ R512∗de son los
pesos de la única capa oculta y de la dimen-
sionalidad de los embeddings. Como algorit-
mo de optimización se ha empleado Adagrad
(Duchi, Hazan, y Singer, 2011) con el obje-
tivo de optimizar la versión ponderada de la
entroṕıa cruzada.

𝑥1 𝑥2 𝑥𝑛

𝜙 = σ𝑖=1
𝑛 𝑥𝑖

ℎ1 = 𝐷(𝐹 𝑁 𝐹(𝑊1 ⋅ 𝜙 + 𝑏1 ) )

softmax

Figura 1: Deep Averaging Network que mejor
se comporta en la partición de validación de
la subtarea 1.

5 Resultados experimentales

En la Tabla 7 se muestran los resultados ob-
tenidos por nuestros sistemas en cada una de
las subtareas utilizando los conjuntos de test.

Con ello, en el test L1 de la subtarea 1,
nuestros dos sistemas obtienen resultados si-
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Macro-P Macro-R Macro-F1 Acc

Subtarea 1
L1

run1 79.50 78.40 79.00 80.00
run2 78.70 79.40 79.00 79.40

L2
run1 87.80 88.90 88.30 89.30
run2 85.00 88.40 86.70 86.50

Subtarea 2
run1 73.60 64.90 69.00 71.50
run2 74.70 65.70 69.90 72.20

Tabla 7: Resultados oficiales del equipo ELiRF-UPV en la competición (los resultados de los
demás participantes se muestran en (Mart́ınez-Cámara et al., 2018)).

milares y observamos cómo considerar la par-
tición de validación durante el entrenamiento
nos permite incrementar la Macro-R a costa
de reducir Macro-P . Ambos sistemas obtie-
nen el mismo valor de Macro-F1 pero el run1
consigue un valor de Acc un 0.5 % superior al
run2. Aśı, con el sistema run1 obtenemos
un segundo puesto sobre el test L1, 0.5 pun-
tos de macro-F1 0.2 % de Acc por debajo del
sistema de INGEOTEC.

Con la partición de test L2 de la subtarea
1, observamos que considerar el conjunto de
validación en el entrenamiento nos lleva a una
reducción sistemática, en todas las métricas,
de hasta un 3 % en el caso de Acc. Sobre esta
partición, nuestro sistema (run1) obtiene los
mejores resultados de la competición, tanto a
nivel de Macro-F1 como de Acc.

En la subtarea 2, el comportamiento de los
sistemas propuestos cambia con respecto a la
subtarea 1. Aqúı podemos observar como el
reentrenamiento con validación (run2) per-
mite incrementar los resultados, sobre todas
las métricas de evaluación, en aproximada-
mente 1 punto con respecto al run1.

En las Tablas 8, 9 y 10 se muestra la eva-
luación por clase (precisión, recall y F1) de
los mejores sistemas para cada uno de los
conjuntos de test. En ellas se puede observar
como, en todos los casos, la clase mejor clasi-
ficada es UNSAFE, posiblemente debido a
la mayor presencia de muestras de esta cla-
se en el corpus. Esto ocurre sobre todas las
métricas, excepto en el caso de la precisión
en la subtarea 2. En este caso, la precisión
del sistema sobre la clase SAFE es más alta
que sobre UNSAFE, sin embargo, esto es a
costa de una gran reducción sobre el recall
de dicha clase, por lo que el sistema identi-
fica pocas muestras SAFE aunque clasifica
correctamente la mayoŕıa.

Otro análisis interesante consiste en estu-
diar las muestras que nuestros mejores sis-

P R F1

SAFE 77.90 70.10 73.80
UNSAFE 81.20 86.60 83.80

Tabla 8: Resultados de Precisión, Recall y F1

por clase para el sistema run1 en la partición
de test L1 de la subtarea 1.

P R F1

SAFE 82.20 87.50 84.70
UNSAFE 93.40 90.20 91.80

Tabla 9: Resultados de Precisión, Recall y F1

por clase para el sistema run1 en la partición
de test L2 de la subtarea 1.

temas clasifican erróneamente con una gran
confianza en la predicción i.e. max

y
p(y|x) :

y 6= c(x) donde c(x) es la clase correcta para
la muestra x e y es la predicción del sistema.
También resulta interesante estudiar errores
con p(y|x) mı́nima. Estos ejemplos, sobre las
dos tareas y sus respectivos conjuntos de test,
se muestran en las Tablas 3, 4, 5.

En general, observamos en dichas tablas
que los valores máximos y mı́nimos de p(y|x)
están cercanos a los valores ĺımite (50 % y
100 %) en todos los conjuntos de test. Sin em-
bargo, en la subtarea 2, los valores máximos
son menores en comparación a los test L1 y
L2 de la subtarea 1, donde destaca que el se-
gundo valor máximo de p(y|x) (error 9) está
más cercano al 50 % que al 100 %. En este ca-
so, se comete el error al predecir la clase SA-
FE, pero seŕıa posible evitarlo si el modelo
pudiera observar el trigrama “reclutamiento
de menores”.

Con respecto a los valores mı́nimos de
p(y|x), en todos los casos están muy próximos
al 50 % y algunos de estos errores se pueden
abordar mediante la utilización de Name En-
tities (error 4) o reforzando la presencia o au-
sencia de palabras que emiten emociones ne-
gativas (error 7, “lapidaria”, “trágico” y error
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P R F1

SAFE 78.70 37.80 51.10
UNSAFE 70.80 93.60 80.60

Tabla 10: Resultados de Precisión, Recall y
F1 por clase para el sistema run2 en la par-
tición de test de la subtarea 2.

3). Por último, entre todos los errores mos-
trados en las tablas, observamos algunos que
son complejos de clasificar incluso mediante
supervisión humana, concretamente, los erro-
res 1 (clase SAFE), 2 (clase UNSAFE), 4
(clase SAFE) y 6 (clase SAFE).

6 Conclusiones y trabajos futuros

En este trabajo se ha presentado la partici-
pación del equipo ELiRF-UPV en la tarea
“Good Or Bad News? Emotional categoriza-
tion of news articles”planteada en TASS2018.
Nuestro equipo ha utilizado modelos Deep
Learning, obteniendo resultados competitivos
en las dos subtareas. Entre ellos, obtenemos
los mejores resultados sobre el conjunto de
test L2 de la subtarea 1 y un segundo puesto
tanto en el conjunto de test L1 de la subtarea
1 como en la subtarea 2.

Durante el desarrollo de la experimenta-
ción se han explorado diversas arquitecturas
Deep Learning y representaciones, con ello, se
ha observado que las representaciones basa-
das en word embeddings junto con Deep Ave-
raging Networks aportan mejoras significati-
vas a representaciones y modelos más simples
como bag-of-words y SVM.

Como trabajo futuro, estamos interesados
en mejorar el sistema siguiendo las propues-
tas planteadas tras el análisis de errores e.g.
considerando Name Entities o reforzando la
presencia o ausencia de palabras que emiten
emociones negativas. Además, también resul-
tan de interés otras tareas de mineŕıa de tex-
tos sobre art́ıculos period́ısticos como la de-
tección de stance.
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