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Kurzfassung. Zur frithzeitigen Diagnose von Erkrankungen am Au-
genhintergrund existieren automatische Bildverarbeitungsmethoden. Fiir
die Effektivitdt solcher Verfahren und fiir die drztliche Bewertung ist
die Bildqualitéit der Eingabedaten entscheidend. Wir stellen einen neuen
segmentierungsfreien Algorithmus zur automatischen Qualitdtsmessung
einzelner Fundusbilder vor, der Clustering-Merkmale, Schirfemafle und
globale Bildstatistiken kombiniert. Die Giite der Methode wird mit einem
etablierten Verfahren zur Qualitédtsmessung von Retina-Fundusbildern
verglichen, das nur Clustering-Merkmale auf gefilterten Bildern verwen-
det. Der neue Algorithmus zeigt dabei auf 302 Fundusfotos mit einer
Klassifikationsgenauigkeit von 90,3% eine deutlich héhere Zuverléssig-
keit als das Vergleichsverfahren mit 69,5%.

1 Einleitung

Retina-Fundusbilder stellen die Grundlage fiir die Diagnose von Erkankungen am
Augenhintergrund, wie Glaukom oder diabetische Retinopathie, dar. Zur friih-
zeitigen Erkennung existieren automatische Bildverarbeitungsmethoden, die den
Arzt unterstiitzen sollen. Entscheidend fiir die Zuverldssigkeit solcher Methoden
ist die Bildqualitdt. Um diese automatisch und sicher zu bestimmen, wird hier
ein neues Verfahren vorgeschlagen. Im Gegensatz zu anderen Methoden (wie z.
B. [1]) kommt die Methode ohne fehleranfillige Segmentierung von Bildstruktu-
ren aus und bestimmt die Bildqualitét eines Eingabebildes ohne ein Referenzbild
zu bendtigen.

Nach Wissen der Autoren gibt es drei relevante Arbeiten im Bereich von
Retinabildqualititsbewertung. Fleming et al. [1] verwenden einen segmentie-
rungsbasierten Ansatz, bei dem zunéchst die Erkennbarkeit der Geféflie im Be-
reich der Makula (Punkt des schérfsten Sehens) zur Messung der Qualitét dient.
Auflerdem wird der anatomische Ausschnitt bestimmt, den das Bild zeigt. Bilder
guter Qualitiit zeigen die Papille (Sehnervkopf) sowie den Augenhintergrund in
einem Bereich der Grofie des doppelten Papillendurchmessers um die Makula.

Lalonde et al. [2] berechnen die Qualitit eines Eingabebildes segmentierungs-
frei iiber das Histogramm des Gradientenmagnitudenbildes und iiber lokale Hi-
stogramminformationen der Grauwerte. Die Klassifikation erfolgt iiber Verglei-
che mit einem Referenzhistogramm entwickelt aus Bildern guter Qualitét.
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Niemeijer et al. [3] schlagen “Image Structure Clustering” (ISC) als ebenfalls
segmentierungsfreie Methode vor. Die Qualitét einer Retinaaufnahme wird dabei
durch die Verteilung von Clustern charakterisiert, die das Aussehen bestimm-
ter Strukturen auf den Bildern modellieren. Hierzu wird das Eingabebild in das
Gauge-Koordinatensystem transformiert, das in jedem Punkt durch die Rich-
tung seiner Gradienten definiert ist. Nach einem k-Means-Clustering werden die
Clustergrofien sowie jeweils ein 5-Bin-Histogramm jedes Farbkanals als Merk-
male verwendet. Durch die Verwendung der unterschiedlich gefilterten Gauge-
Koordinaten, gehen bei diesem Verfahren hauptséchlich lokale Kanteninforma-
tionen in die Merkmalsberechung ein. Globale Bildstatistiken fehlen.

Unser Verfahren verwendet ebenfalls ein uniiberwachtes Clustering, das je-
doch direkt auf den Grauwerten arbeitet und so versucht, strukturelle Kom-
ponenten zu finden. Als Merkmale dienen zusitzlich zu den Clustergrofien die
Inter-Cluster-Differenzen, um die Trennbarkeit der Strukturen zu messen. Au-
Berdem fiihren wir ein Schéirfemafl ein und berechnen drei Haralick-Merkmale
[4]. Damit verbindet es lokale mit globalen Bildmerkmalen.

2 Methoden

Der Beurteilung der Bildqualitit liegen vier Qualitéiitskriterien zu Grunde: (i)
Homogene Ausleuchtung, (ii) Erkennbarkeit der Papillenstruktur, (iii) Erkenn-
barkeit der Geféfistrukturen und (iv) heller bzw. kontrastreicher Hintergrund.

Der Algorithmus berechnet drei Merkmalsgruppen. Im ersten Teil wird ein
uniiberwachtes Clustering durchgefiihrt, das die Bildkomponenten in Clustern
zusammenfasst. Es werden die Clustergréfien und Inter-Cluster-Differenzen be-
stimmt. So wird Erkennbarkeit und Differenzierung der einzelnen Strukturen
bewertet. Im zweiten Teil wird ein Schirfemafl berechnet, das mit einem Schwell-
wertverfahren die Kantengiite schitzt. Es bewertet, wie deutlich die Strukturen
abgegrenzt sind. Im dritte Teil werden durch Haralick-Merkmale die Homogeni-
tét, der Kontrast und die allgemeine Bildschérfe gemessen. Schliellich werden
die drei Merkmalsgruppen zu einem Vektor kombiniert.

2.1 Clustering

Es erfolgt ein k-Means-Clustering des Eingabebildes B der Grofle n x m mit
k Clustern C;, wobei ¢ € {1,...,k}. Es wird nur der Griinkanal der Bilder
betrachtet, da dieser den besten Kontrast aufweist. Die Grauwerte b,,, mit
xe{l,...,n}und y € {1,...,m}, werden zu Clustern zusammengefasst. Damit
stiitzt sich das Verfahren nicht auf lokale Kanteninformationen. Das Clustering
soll verschiedene Strukturen des Augenhintergrundes detektieren. Dazu werden
die Clusterzentren durch gemittelte Werte fiir die k£ zu findenden Strukturen
aus guten Bildern (nach Goldstandard durch Arzt festgelegt) initialisiert. Das
Verhiltnis ¢; der Pixel b,y jedes Clusters C; zur Gesamtanzahl der Pixel wird
als Kennzahl fiir die Grofle der jeweiligen Struktur verwendet und im folgen-
den Clustergrife genannt. Als entscheidende Merkmale kommen nun die Inter-
Cluster-Differenzen hinzu. Je deutlicher Strukturen erkennbar und separierbar



Qualitdatsmessung von Retina-Fundusbildern 239

sind, desto hoher ist der Kontrast zwischen ihnen, der durch die Inter-Cluster-
Differenzen gemessen wird. Dafiir wird fiir die Differenz aus dem Mittelwert m;

des jeweiligen Clusters C; mit den Mittelwerten der anderen Cluster d;; gebildet.
c; = #{bxy|bxy € Ci} (1)

n-m
dij=m; —mj,ie{l,... k},je{l,....k},i>j (2)

Die Clustergrofien c; und die Inter-Cluster-Differenzen d;; beurteilen somit die
strukturelle Erkennbarkeit der einzelnen Bildkomponenten, wie z. B. der Papille.

2.2 Schirfemessung

Zur Messung der Bildschérfe wird eine Blind-SNR-Schétzung vorgenommen. Zu-
nichst wird die Gradientenmagnitude G des Eingabebildes B berechnet.

/ 0B 0B

Die Grauwerte g, des Gradientenbildes G werden auf den Bereich [0...1]
skaliert. Zusétzlich zur Anzahl s; wird die Summe sy der Grauwerte g, be-
rechnet, die iiber einem Schwellwert o € [0...1] liegen. Die beiden Kennzahlen
werden zur Normalisierung durch die Gesamtanzahl der Bildpunkte dividiert.

> Uy
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Der Schwellwert o wurde auf 0.5 festgelegt. s; beschreibt nun die Anzahl
der Kantenpunkte und s, die durchschnittliche Kantenstirke. Beide Merkmale
messen damit die Abgrenzung der einzelnen Strukturen.

2.3 Haralick-Merkmale

Es werden die drei Haralick-Merkmale [4] Entropie hy, Energie ho und Kontrast
hs verwendet.

2.4 Kombination der Merkmale

Die ClustergroBen c; der k£ Clustern, die Cluster-Absténde d;;, die beiden Schér-
fekennzahlen s;, so und die drei Haralick-Mafle hy, ho und hz werden zu ei-
nem Merkmalsvektor zusammengefasst. Durch Evaluierung der Klassifikations-
leistung wihlten wir k& = 5. Strukturell wird somit eine Aufteilung des Bildes
in Gefifle, zwei Papillen- und zwei Hintergrundbereiche ermdoglicht. Die Clu-
ster korrelieren also gut mit den genannten Qualitétskriterien. Der resultierende
20-dimensionale Merkmalsvektor kann ohne weitere Dimensionsreduktion klas-
sifiziert werden.
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Tabelle 1. Klassifikation von guten Bildern: neues Verfahren und ISC

Verfahren Klassifikationsgenauigkeit Sensitivitat Spezifitat
neues Verfahren 90,3% 95,1% 70,9%
ISC 69,5% 69,0% 70,0%

3 Ergebnisse

Zur Evaluierung diente eine Menge von 302 Retinaaufnahmen (Kowa non-myd,
22,5° FOV, linke und rechte Augen), die von drei unabhingigen Bewertern,
darunter ein Augenarzt, anhand der in Abschnitt 3 genannten vier Kriterien
bewertet wurden. Es erfolgte eine Einteilung in zwei Klassen gut und schlecht.
Ein Bild gilt als gut, wenn mindestens 2 Kriterien positiv bewertet wurden.
Der vorgestellte Algorithmus wurde mit dem selbst nachimplementierten ISC-
Verfahren verglichen. Bei allen Tests wurde eine Support Vector Machine mit
radialer Basisfunktion k(w,v) = exp(—y - |u — v|*) als Klassifikator verwendet.
Die Parameter v und der Bestrafungsfaktor C' wurden auf einer Teilung der
Bilder in Trainings- und Testmenge optimiert. Zur Evaluierung der Klassifikation
wurden je zwei Teilmengen der Bildmenge in 10 Iterationen kreuzvalidiert und
daraus der Mittelwert ermittelt.

Das neue Verfahren erreicht eine Klassifikationsgenauigkeit von 90,3%. ISC
erzielt 69,5% (Tab. 1). Die Sensivitéit des neuen Algorithmus liegt bei 95,1%
und die des ISC bei 69,0%. Die Spezifitit beider Verfahren unterscheidet sich
mit 70,9% beim neuen Verfahren und 70,0% bei ISC nur wenig.

(a) Eingabebild (b) Clustering: neues Verfahren (c) Clustering: ISC

Abb. 1. Bildbeispiele: Gute, schlechte Retinabilder (erste, zweite Zeile) und Cluster-
Ergebnis kodiert durch Grauwerte.
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4 Diskussion

Trennt man die etablierten Haralick-Merkmale von den neuen Cluster- und
Schirfemerkmalen, errreichen die Haralick-Mafe eine Sensivitéit von 92,7% (Spe-
zifitdt von 67,0%). Die beiden neuen Cluster- und Schéirfemerkmale kombiniert
erzielen eine Sensivitit von 74,7% (Spezifitéit 85,7%). Die Haralick-Merkmale al-
leine neigen also dazu, Bilder eher als gut einzustufen. Die neuen Clustering- und
Schirfemerkmale dagegen identifizieren die schlechten Bilder besser. Kombiniert
ergibt sich dadurch die Klassifikationsgenauigkeit von 90,3%. Das neue Verfahren
zeigt damit eine deutlich bessere Klassifikationsgenauigkeit als das ISC. Es gibt
mehrere Griinde, weshalb die publizierten Ergebnisse von ISC auf dem hier be-
nutzten Datensatz nicht verifiziert werden konnten. In [3] wurde ISC auf Bildern
mit groflerem FOV als in unserem Datensatz getestet. Auch das Goldstandard
Qualitétskriterium war dort anders. Trotz der niedrigeren Klassifikationsgenau-
igkeit, sind die Gefile in den ISC-Clustern deutlich besser separiert (visuelle
Einschétzung, siehe Abb. 1). ISC eignet sich also z. B. als Initialisierung fiir ein
Segmentierungsverfahren besser.

Wir erreichen die hohe Klassifikationsgenauigkeit mittels Modellierung der
hier geforderten Qualitétskriterien durch das neue Verfahren in den fiinf Clu-
stern und durch die Ergédnzung mit globalen Bildstatistiken. Wir konnten also
zeigen, dass diese Kombination von globalen und lokalen Merkmalen fiir die au-
tomatische Qualitdtsmessung den verwendeten Goldstandard gut abbildet.
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