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Abstrakt: V prispevku sd zhrnuté priebezné vysledky apli-
kovaného vyskumu v oblasti spracovania prirodzeného ja-
zyka v ulohéch orientovanych na vyskum a vyvoj modu-
lov re€ovych rozhrani medzi ¢lovekom a strojom, ktory
prebieha v Laboratériu reCovych a mobilnych technol6-
gif na KEMT FEI TU v KoSiciach. Zahrnutie hovorene;j
reci, ako najprirodzenejSieho komunika¢ného néstroja me-
dzi 'ud’mi, mé svoje nezastupitel’'né miesto aj pri navrhu
a vyvoji interaktivnych reCovych rozhrani. Pri prechode
od rozpozndvania I'udskej reci k jej porozumeniu strojom
je potom nevyhnutné vykonat’ aj dodato¢nu analyzu textu
po automatickom prepise. To zahfna aj proces transfor-
macie textu po rozpoznani na reprezentaciu urcitého typu
znalosti, ktorému dokéze stroj porozumiet’. Tento zlozity
proces vSeobecne pozostidva z tokenizdcie, automatickej
korekcie a dodatocnej morfologickej, syntaktickej a sé-
mantickej analyzy textu. Nami navrhnuté moduly a vy-
sledky automatického spracovania textu v slovenskom ja-
zyku budu postupne predstavené v tomto prispevku.

1 Uvod

S prichodom vypoctovej techniky sa stala potreba pocita-
¢ového spracovania prirodzeného jazyka aktudlnou celo-
svetovou témou. Vedci sa po celom svete snazia podchy-
tit' charakter takmer kazdého jazyka s ciel om zjednodu-
Sit’ interakciu medzi 'ud’mi a strojmi a komunikaciu me-
dzi 'udmi samotnymi. Oblast’ spracovania prirodzeného
jazyka zahfiia Siroku Skdlu disciplin, ako napr. vyhl'ada-
vanie informdcii, Statistické modelovanie jazyka, strojovy
preklad, automatické rozpozndvanie a porozumenie reci
a pod. Jednotlivé discipliny vSak vo vicSine pripadov izko
suivisia, dopfﬁajﬁ sa, a pomocou nich je mozné I'ud’om
ul’ahdit’ précu, Stidium, komunikaciu, ¢i zdbavu. Jednou
z najaktudlnejsich dloh v oblasti spracovania prirodzeného
jazyka je aj automatické rozpozndvanie rec¢i (ARR), kto-
rému sa v naSom laboratdriu intenzivne venujeme. Vd aka
viacerym zlepSeniam v oblasti automatického rozpozna-
vania reCi v slovencine sme schopni rozpoznat' I'udsku
re¢ s dostatocnou presnost’ou v mnohych aplikac¢nych tlo-
hach, avSak komplexné porozumenie vyznamu je v sucas-
nosti jednou z najnaro¢nejsich uloh pri ndvrhu réznych in-
teraktivnych recCovych rozhrani a to nielen v slovencine.
V tomto ¢lanku budu predstavené nami navrhnuté pristupy
na spracovanie prirodzeného jazyka pre interaktivne re-
¢ové rozhrania v slovencine.

2 Zdrojové data

2.1 Dolovanie textu

Rozsiahly korpus pisanych textov pouZity vo viacerych
oblastiach spracovania prirodzeného jazyka v Laboratériu
reCovych a mobilnych technolégii bol vytvoreny pomo-
cou nami navrhnutého systému na dolovanie a spracova-
nie textovych dokumentov z webovych strdnok dostupnych
na sieti Internet s nizvom webAgent [1, 2]. Systém doluje
textové data z réznych domén a elektronickych zdrojov
pisanych v sloven¢ine a pomocou preddefinovanych pra-
vidiel na prepis Cisloviek, symbolov a skratiek ich spra-
ctiva do ich vyslovovanej podoby. Systém je navySe roz-
Sireny o metddy tokenizicie, segmenticie na vety, metody
na kontrolu duplicity na drovni adresy zdroja textu a obsa-
hu dokumentu, a tieZ o metddy filtracie viet obsahuju-
cich vel'ké mnoZstvo gramaticky nespisovnych slov, Cislic,
akronymov, symbolov, skratiek, a inych cudzojazyénych
a mimoslovnikovych slov. Spracovany text je nasledne
rozdeleny do mensich celkov, t.j. podkorpusov, pomocou
ucinnych metdd na kategorizdciu textovych dokumentov.
Sucasny korpus pisanych textov v slovencine obsahuje pri-
blizne 2,25 mld. tokenov obsiahnutych v 125 mil. vetach.

2.2 Kategorizacia textu

S narastajicim mnoZstvom textovych dokumentov stia-
hnutych zo siete Internet a potrebou vytvdrat Coraz
presnejSie doménovo orientované interaktivne recovo-
zalozené systémy a rozhrania, sa vynorila otdzka katego-
rizovat’ textové ddta nielen podl'a adresy (URL) zdroja
textu, odkial' dany textovy dokument pochddza, ale aj na
drovni jeho obsahu. Navyse webovd adresa zdroja textu
nemusi byt hned’ jednozna¢nym identifikdtorom obsahu
dokumentu, vychddzajic tieZ z predpokladu, Ze jeden do-
kument mo6Ze pojedndvat’ o viacerych témach. Kategori-
zdcia textu ma preto vel’ky vyznam pri navrhu a tvorbe ro-
bustnych doménovo orientovanych systémov na automa-
tické rozpozndvanie reci, ale aj v inych dlohach vyuZziva-
jucich textové data ako zdroj informadcii, napr. pri navrhu
a vyvoji interaktivnych reCovo-zaloZenych rozhrani.
Narozdiel od metdod zhlukovania, kde dokumenty s vy-
uzitim Statistickych pristupov spajame do urcitého poctu
zhlukov, v ktorych tému vopred nepozndme, pri kategori-
zdcii dokumentov sa snazime zadelit’” dokumenty do dvoch
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alebo viacerych tried na zdklade ich minimalnej vzdia-
lenosti, resp. sémantickej podobnosti, uddvajiicej prienik
slov alebo celych frdz medzi dokumentami. V oboch pri-
padoch je nutné identifikovat’ t€mu v danom zhluku, resp.
triede, a to bud’ pomocou pristupov zaloZenych na extrak-
cii kI'ti¢ovych slov, pravdepodobnostnych pristupov zalo-
Zenych na vypocte podobnosti dokumentov pomocou dis-
tancnych metrik, alebo ich kombindaciou.

Pociatocny vyskum v oblasti kategorizicie textovych
dokumentov bol venovany metédam zhlukovania po-
mocou iteracnych algoritmov zaloZenych na k-means
a k-medoid zhlukovani a na hierarchickom zhlukovani vy-
uZivajicom aglomeracné a divizivne kritérium [3]. Ako
najvhodnej$im pristupom sa ukazalo hierarchické zhluko-
vanie textu s vyuzitim aglomeracného kritéria pri zhlu-
kovani ¢lankov zo slovenskej Wikipédie. Tento sposob
zhlukovania dokumentov sme porovnali s nami navrhnu-
tou metédou zaloZenou na klasifikdcii textovych dokumen-
tov pomocou kl'icovych frdz vyuZivajicou F-skére ako
hodnotiace kritérium [4]. Nami navrhnuty spdsob klasi-
fikacie sa vysledkami ukdzal porovnatel'ny k hierarchic-
kému zhlukovaniu, avS§ak hlavnou nevyhodou navrhnutej
metddy je nutnost’ mat’ k dispozicii zoznamy kl'icovych
slov, resp. fraz pre jednotlivé domény a v procese klasi-
fikacie textu je nutné spravne (v idedlnom pripade auto-
maticky) nastavit' vhodny prah delenia. Tento typ klasifi-
kacie sme v nasledujicom vyskume zameranom na kate-
gorizdciu textu v dlohe robustného doménovo orientova-
ného modelovania jazyka rozsirili o d’alSie tri metriky ur-
Cujuce vzdialenost’, resp. podobnost’ medzi dokumentami,
konkrétne o Bhattacharyyaov koeficient, Jaccardov index
a Jensenovu-Shannonovu divergenciu. Ako najvhodnejSou
mierou v tlohe klasifikdcie textu sa javi pouZitie Jaccar-
dovho indexu pri vypocte podobnosti dokumentov [5].

Inym sposobom je pouZitie metéd nekontrolovaného
ucenia v tdlohe kategorizicie textovych dokumentov. Vo
viacerych sicasnych vyskumoch zaoberajicich sa mode-
lovanim jazyka sme pri kategorizacii dokumentov siahli
po latentnej Dirichletovej alokdcii (z angl. ,latent Di-
richlet allocation*, skr. LDA). LDA je charakterizovana
ako generativny pravdepodobnostny model, ktory vycha-
dza z multinomického a Dirichletovho rozdelenia prav-
depodobnosti [6]. Zavedenie LDA v tlohe modelovania
slovenského jazyka pri automatickom prepise diktovanych
sudnych rozhodnut{ prinieslo tieZ vyrazné zniZenie perple-
xity modelov a miery chybovosti systému ARR [7].

3 Identifikacia tokenov a vetnych hranic

Prvym krokom v spracovani textu je jeho priprava a prepis
Cislic, symbolov a skratiek do ich vyslovovanej podoby.
Ulohou je pomocou stistavy pravidiel identifikovat’ také
textové jednotky, ktoré s zaujimavé z hl’adiska d’alSieho
spracovania, t.j. uprava na jednotny spdsob zapisu a eli-
mindcia nepodstatnych Casti. Predspracovanie je tak nevy-
hnutnym krokom pre akékol’ vek d’alSie Statistické spraco-
vanie, zvlast’ v pripade textov stiahnutych z Internetu.

NajdolezitejSou Cast’'ou predspracovania textu je jeho
tokenizdcia. Jej ciel' om je identifikdcia jednotlivych slov
a vetnych hranic, ktoré mdzu slizit' ako vstup do dal-
Sieho spracovania. V tomto kroku sa tiez snaZime zjedno-
tit' spdsob zdpisu Cislic, diakritiky, interpunkcie, akrony-
mov, symbolov, skratiek a inych vyznamovych jednotiek.

Tokenizdcia sa zvyCajne vykondva postupnou aplikd-
ciou vhodne zapisanych regularnych vyrazov, ktoré obsa-
huju pravidla pre identifikiciu textovych jednotiek, dolezi-
tych pre d’alSie spracovanie. Nepodstatné Casti textu, ktoré
nie st pokryté pravidlami, sd z textu vynechané. Nami na-
vrhnuty tokenizétor identifikuje tieto Casti textu: diaktri-
tika, slova, akronymy, symboly, skratky, zoznamy, odseky,
Cisla, e-mailové adresy a adresy URL. Identifkdcia vet-
nych hranic je d’alej vykondvana pomocou rozliSenia vy-
znamu bodky, jej desambigudciou. V slovenskych textoch
modZze byt bodka sicast'ou oznacenia ¢iselného poradia,
skratky alebo e-mailovej alebo webovej adresy.

Na zaciatku procesu identifikdcie vyznamovych Casti je
vstupny ret’azec porovnany so vsetkymi pravidlami v da-
tabdze. Pravidlo, ktoré vyhovuje najdlhsiemu textu, je vy-
braté a jeho zodpovedajuci text je prepisany podl’a poZia-
daviek. Tento text je potom odstraneny zo vstupného re-
tazca. Ak nevyhovuje Ziadne pravidlo, vstupny ret’azec
je skrateny o jeden znak a prehl’addvanie bdzy pravidiel
pokracuje. Vysledkom tokenizicie je text, kde su textové
jednotky oddelené medzerou a vety novym riadkom.

Proces identifikacie tokenov je zvyCajne vypoctovo na-
ro¢ny. Pre urychlenie sme vsetky pravidld zapisali v Spe-
cidlnom jazyku Ragel [8] a spojili do jediného stavového
automatu v programovacom jazyku C, z ktorého je zvy-
¢ajnym sposobom vytvoreny spustitel'ny sibor resp. kniz-
nica [9]. Podrobnejsie informacie moZzno najst’ v [1].

4 Anotacia textu

Tam kde to je mozné, vyuZivame pre anoticiu textu pri-
stupy zaloZené na Statistickom modelovani. V trénova-
cej databaze su zvycajne tokenom priradené urcité triedy
alebo morfologické znacky. Statisticky klasifikdtor analy-
zuje trénovaci korpus a je schopny priradit’ najpravdepo-
dobnejsiu znacku aj takym kontextom, ktoré sa v tréno-
vacej databaze nevyskytujd. Slovencina sa vyznacuje re-
lativne vol'nym poradim slov vo vetach, vysokym poctom
morfologickych tvarov slov a gramatickych vynimiek. Po-
¢et moznych kontextov tak moze byt vel'mi vysoky, a to
st’aZuje ulohu natrénovania o mozno najpresnejSieho Sta-
tistického klasifikatora.

4.1 Rozpoznavanie pomenovanych entit

7. dovodu nedostatku trénovacich dat pre rozpoznavanie
pomenovanych entit v sicasnosti vyuzivame systém za-
loZeny na pravidlach. Systém vyuZiva sadu slovnikov, re-
guldrnych vyrazov a viacslovnych pomenovani, ktoré sd
spojené do unifikovaného systému na automaticky prepis
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korpus anotacia TreeTagger Dagger
Nérodny korpus jazyka pol’ ského manudlna 15,63 11,83
Cesky akademicky korpus (v2.0) manudlna 13,10 9,46
Slovenska Cast’ korpusu W2C  automaticka 10,30 4,47
Mad’arsky webovy korpus  automatickd 2,55 1,97

Tabul'ka 1: Miera chybnej klasifikacie [v %] morfologickych analyzatorov TreeTagger a Dagger

pomenovanych entit. Tento na pravidlach zaloZeny sys-
tém pracuje podobne ako tokenizdtor, pomocou stavového
automatu. Rozpoznané pomenované entity je mozné vy-
uzit’ v réznych tlohach spracovania prirodzeného jazyka
v slovencine. Vzhl’adom na to, Ze autorom systému na roz-
poznévanie pomenovanych entit nie je v sti€asnosti znimy
ziaden iny porovnatel ny nastroj vytvoreny pre slovencinu,
ani databaza vhodnd na testovanie, nie je preto mozZné
tento nastroj spravne ohodnotit’ a vycislit’ jeho tspesnost’.

4.2 Morfologicka analyza textu

Morfologické znacky sd jednym z najdolezitejSich pri-
znakov v spracovani prirodzeného jazyka. Z toho dévodu
sme morfologicky klasifikdtor Dagger [10] navrhli tak, aby
bral do dvahy Specifické vlastnosti flektivnych jazykov.
Klasifikator je zaloZeny na skrytom Markovovom modeli
(z angl. ,,hidden Markov model*, skr. HMM) druhého radu
a najpravdepodobnejSia postuponost’ morfologickych zna-
¢iek je vyhl’addvana Viterbiho algoritmom.

Nami navrhnuty HMM Kklasifikdtor Dagger pre morfo-
logicku analyzu flektivnych jazykov sa skladd z nasledu-
jucich Styroch Casti:

1. lexikon, ktory navrhuje mnozinu moznych znaciek na

zdklade slova alebo jeho koncovky;

2. model prechodov, ktory vyjadruje pravdepodobnost’
nasledujicej znacky na zaklade dvoch predchadzaji-
cich,

3. model pozorovani, ktory vyjadruje pravdepodobnost’
slova na zdklade moZnej znackys;

4. av pripade, Ze skiimané slovo sa nenachadza v tréno-
vacej databaze, vyuzije sa dodatocny model pozoro-
vani, ktory vyjadruje pravdepodobnost’ stavu na za-
klade koncovky daného slova.

Je vhodné poznamenat’, Ze algoritmus obsiahnuty v mor-
fologickom analyzatore Dagger vyuZziva vlastny algorit-
mus na automaticku identifikdciu koncoviek slov zaloZeny
na minimélnej opisnej dizke.

Na natrénovanie klasifikdtora pre slovensky jazyk sme
vyuzili pocetnosti trigramov slov z rucne morgologicky
anotovaného korpusu r-mak-2.0 ' a mnoZinu morfologi-
ckych znaciek , ziskanych zo Slovenského narodného kor-
pusu Jazykovedného tstavu Ludovita Stira na Sloven-
skej akadémii vied v Bratislave. Algoritmus sme uplatnili

Uhttp://korpus.sk/ver_r(2d)mak.html
Zhttp://korpus.juls.savba.sk/attachments/morpho/tagset-www.pdf

najma pri morfologickej analyze korpusu pisanych textov
v slovencine a pri trénovani Statistickych modelov jazyka
zalozenych na triedach slov v systémoch na automatické
rozpoznavanie plynulej reci v slovencine [11, 12].

Presnost’ klasifikdcie nami navrhnutého morfologické-
ho analyzitora Dagger sme porovnali s dobre zndmym
slovnodruhovym (z angl. ,part-of-speech®, skr. PoS)
znackovacom TreeTagger [13], ktorého algoritmus je za-
loZeny na rozhodovacich stromoch. Pre porovnanie pres-
nosti klasifikdcie sme morfologické analyzatory vyhodno-
tili na Styroch r6znych manudlne resp. automaticky anoto-
vanych textovych korpusoch, a to na Narodnom korpuse
jazyka pol’ského [14], Ceskom akademickom korpuse, vo
verzii 2.0 [15], Mad’arskom webovom korpuse [16], a na
slovenskej Casti textového korpusu Web to Corpora [17]°.
V Tab. 1 su zndzornené vysledky miery chybne;j klasifik4-
cie, ktoré ukazuju, Ze nami navrhnuty algoritmus morfolo-
gickej analyzy dosahuje porovnatel'nd presnost’ s klasifi-
kaciou obsiahnutou v néstroji TreeTagger.

4.3 Dopliovanie diakritiky

Castym javom pri komunikécii medzi F'udmi prebiehajii-
cej na sieti Internet je vysoky vyskyt preklepov a chyba-
juca diakritika. Hoci ¢loveku to vi¢Sinou pri porozumeni
spravy nerobi problém, pri pocitacovom spracovani priro-
dzeného jazyka je potrebné ndjst’ vhodny sposob pre rozli-
Senie vyznamu nejednoznacnych zapisov na zaklade oko-
littho kontextu. Z toho ddvodu sme sa venovali aj prob-
lému automatického dopliiovania diakritiky slov [18].

Podobne ako pri navrhu morfologického analyzatora
sme pri rekonStrukcii diakritiky vyuZili algoritmus vyuZi-
vajici skryty Markovov model. V tomto pripade je vSak
matica prechodov tvorend trigramovym jazykovym mo-
delom a matica pozorovani je trénovand pomocou algo-
ritmu pre generovanie nespravnych zapisov na texte, ktory
je pokladany za spravny. Uspesnost’ navrhnutého systému
na automatické dopliovanie diakritiky v korpusoch tex-
tov z blogov pisanych v slovenskom jazyku dosahuje tro-
venl az 85%. Podobny néstroj na rekonStrukciu diakritiky
pre slovencinu, vyuzivajuci Statistické modely jazyka vy-
sokého rddu, bol vytvoreny tiez timom pracovnikov v Slo-
venskom ndrodnom korpuse Jazykovedného ustavu LCudo-
vita Stiira na Slovenskej akadémii vied v Bratislave*.

3https://lindat. mff.cuni.cz/repository/xmlui/
“http://korpus.juls.savba.sk/diakritik.html
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Home - NLP Demo

Any Slovak text can be inserted and processed by
the tokenizer for word and sentence boundary
identification and after that can be annotated by
our tools.

Tools

= NLP Demo

= Yuhuu Slovak Web
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« & Correction

* & Lemmatization

» & Part of Speech

+ & Named Entity Recognition
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Slovak Language
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Insert text for processing
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Obr. 1: Webové rozhranie k systémom na spracovanie pri-
rodzeného jazyka na KEMT FEI TU v Kosiciach

4.4 On-line webové rozhranie

Pre ticely demonStricie a testovania presnosti tokenizicie,
morfologickej analyzy a automatického dopliovania dia-
kritiky slov sme k nami navrhnutym nastrojom na poci-
tacové spracovanie prirodzeného jazyka v slovencine vy-
tvorili aj jednoduché on-line webové rozhranie’, ktoré je
znazornené na Obr. 1 a opisané v Clanku [11].

5 AKktivity v oblasti aplikovaného vyskumu

5.1 Statistické modelovanie jazyka

Konstrukcia Statistického modelu jazyka pre slovencinu,
ktord patri do skupiny vysoko flektivnych jazykov, je
ovel’a obtiaznejSia, nez vytvorenie Statistického modelu
pre jazyk anglicky. Prvym dovodom je neusporiadanost’
slovenského jazyka, ¢o vedie k vol'nejSim pravidlam re-
t'azenia slov do viet. Druhym je samotnd flektivnost’ ja-
zyka, ktora vytvara predpoklad pre mnohonasobne vicsi
slovnik, nez je to v pripade jazyka anglického.

Sucasny stav v oblasti Statistického modelovania jazyka
v slovencine v doposial’ navrhnutych systémoch na inte-
rakciu ¢loveka so strojom hovorenou re€ou a automatické
rozpoznédvanie a prepis plynulej rei to textu sa opiera
o poznatky z oblasti modelovania pribuznych jazykov, naj-
mi jazyka Ceského, pol’ského, slovinského, srbochorvat-
skeho, & ruského. Co sa tyka samotného modelovania po-
mocou Statistickych metéd, hlavaym predpokladom pri
tvorbe kvalitného jazykového modelu je dosledné pred-
spracovanie textového korpusu, ktory vstupuje do pro-
cesu trénovania. ZvySend pozornost’ je vhodné preto ve-
novat’ najmi prepisu Cisloviek a skratiek, a v neposled-

Shttp://nlp.web.tuke.sk/

nom rade aj generovaniu ohybnych tvarov vlastnych pod-
statnych mien, ktoré tvoria kriticku Cast’ pri tvorbe akého-
kol vek Statistického modelu jazyka. Taktiez slovnik, ktory
vstupuje do procesu trénovania, ale aj samotného rozpoz-
ndvania rec¢i, musi byt v podmienkach redlneho nasade-
nia systému ARR obmedzeny ¢o do poctu slov. Ukdzalo
sa, ze dobré vysledky modelovania slovenského jazyka
sa dosahujui uz pri vel'’kosti 100-150 tisic slov pri domé-
novo orientovanom automatickom prepise diktovanej reci
do textu a 300—400 tisic slov v dloh4ch vSeobecného roz-
pozndvania spontdnnej reci [19].

V oblasti adaptdcie modelov jazyka na vybrand tému
alebo prehovor re¢nika sa ukazalo, Ze metddy, ktoré vyka-
zovali pozoruhodné vysledky pre Statisticky viac zavislé
jazyky (ako napr. angli¢itna), v pripade slovenciny nebolo
pozorované vyrazné zlepsenie. Z toho dovodu je pouZzitie
metddy linedrnej interpoldcie tematicky zameranych mo-
delov jazyka viac neZ postacujice, priCom vypocet inter-
polacnych véah by mal byt urceny minimalizdciou perple-
xity modelov na mnoZine odloZenych ddt. Ako adaptatné
data je vhodné pouZzit’ bud’ textové data ziskané z prepi-
sov recovych nahravok obsiahnutych v reCovych databa-
zach, alebo pisané texty ¢o mozno najviac pribuzné do-
méne, v ktorej rozpoznavanie reci prebieha [20].

Kvalitu jazykového modelu, ako aj dspeSnost’ samot-
ného rozpozndvania reci je mozné zlepSovat mnoZstvom
optimalizacnych technik. Jednou z moznosti je modelovat’
vysoko frekventované javy pomocou viacslovnych vyra-
zov. Takéto vyrazy pokryvaji zvicsa kontext dvoch—troch
slov a zvycCajne su tvorené odbornymi terminmi, resp. spo-
jenim predlozky s podstatnym, ¢i pridavnym menom. Na
zaklade experimentov opisanych v [19] konStatujeme, Ze
viacslovné vyrazy, aj ked’ len v malej miere, dokdzu pris-
piet’ k zlepSeniu presnosti rozpoznavania plynulej reci,
a to najmi na zaciatku recCového prejavu pri rozpozna-
vani kratkych jednoslabi¢nych slov a nadobudaji na vy-
zname aj v Ciastkovych dlohach pri reprezentacii viacslov-
nych pomenovani v jazykovom modeli, a tym prispievaji
aj k postspracovaniu dét po rozpoznani syst¢émom ARR.

DalSou moZnostou je modelovat’ mélopotetné javy
v jazyku pomocou morfémovych modelov. Delenim single-
ténov a javov s vel'mi malym vyskytom vo vybranom ja-
zyku na subslovné jednotky (koreinl a koncovku), je mozné
Statisticky pokryt’ aj také javy, ktoré sa priamo v jazyko-
vom modeli nevyskytuji. Vysledky modelovania sloven-
ského jazyka pomocou morfémovych modelov ukazuji
vyraznud redukciu poctu mimoslovnikovych tvarov a perp-
lexity modelov pribliZne o jednu tretinu [21].

Naopak javy, ktoré sa v danom jazyku menia dyna-
micky a pocet vSetkych moznych tvarov ohybnych slov
nie je v jazyku limitovany, je vhodné modelovat’ pomo-
cou modelov zaloZenych na triedach slov. Medzi takéto
javy mozno zahrnit' najmi vlastné podstatné mend, ako
su krstné mend, priezviskd, geografické nazvy alebo Cis-
lovky. Experimentdlne vysledky modelovania slovenského
jazyka pomocou slovnych tried odvodenych od koncoviek
slov ukazuji mierne zlepSenie presnosti rozpozndvania
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reCi oproti Standardnym modelom priblizne o 5% v relativ-
nej miere a s ur¢itym kompromisom medzi modelmi za-
loZenymi na slovnych druhoch a Standardnymi modelmi,
¢o do poctu slovnych tried, percenta mimoslovnikovych
slov, ¢i perplexity jazykového modelu [22].

Pri tvorbe jazykovych modelov pouZitenych v systé-
moch na automaticky prepis spontdnnej reci je casto ne-
vyhnutné sa vysporiadat’ aj s roznymi mimorecovymi pre-
javmi, ktoré pochadzaji priamo do recnika. Tie su spd-
sobené zlou vyslovnost’ ou, nevhodnou artikul4ciou a ne-
dokonalost’ou recového prejavu. Modely vioZenych pduz
a dysfluentnych javov sa preto snazia podchytit’ a zahr-
nit’ do jazykového modelu rézne suprasegmentdlne javy
obsiahnuté v reCovom prejave, ako napr. zavahanie, pro-
longovanie a opakovanie slov resp. frdz, skomolenie slov,
¢i Casté dychanie. Tieto javy vo vysokej miere vplyvaju aj
na celkovi chybovost’ systému ARR. Bolo dokazané, Ze
vhodnym vyberom a sprdvnou reprezentdciou vybranych
typov vloZenych pduz a dysfluentnych javov v slovniku
vyslovnosti a v modeli jazyka je mozné dosiahnut’ zlepSe-
nie presnosti rozpozndvania reci relativne az do 10%.

V neposlednom rade, kvalitu jazykového modelu je
mozné zvySit’ aj na drovni rozsirovania Statistik pomocou
internetovych vyhl'adavacov [7], prekladom slov alebo
slovnych pérov z pribuznych jazykov a pod.

Oblast’ Statistického modelovania slovenského jazyka
ma za sebou kratku minulost’ a doneddvna jej nebola ve-
novand takd pozornost’ ako napr. v susednej Ceskej repub-
like. Z toho dovodu bolo nevyhnutné pri tvorbe Statistic-
kych modelov slovenského jazyka, ako aj pri samotnom
spracovani textovych dat, ktoré sa pouZivaji najmi v pro-
cese ich trénovania a adaptdcie, podrobne naStudovat’ aj
oblast’ komputacnej lingvistiky, a vytvorit’ tak rad progra-
movych néstrojov na pocitacové spracovanie slovenského
jazyka. Absencia dostupnosti niektorych kI'icovych na-
strojov sldZiacich najmi k morfologickej ¢i syntaktickej
analyze tieZ obmedzili pouzitie jazykovych modelov za-
loZenych na triedach slov v plnom rozsahu, aj ked’ prvé
kroky v tejto oblasti uz boli uskuto¢nené. Napriek tymto
obmedzeniam, modely slovenského jazyka dosahuji vy-
soku uspesSnost’ na drovni 84-95% v redlnych aplikacidch
systému ARR, ktorych vysledky st zhrnuté v Tab. 2, od
jednoduchych hlasovych rozhrani sliZiacich na ovlada-
nie robotickych systémov, cez jednoduché recové dial6-
gové manazéry poskytujice hlasové, interaktivne, ¢i mul-
timodélne sluzby, az ku komplexnym diktaCnym a trans-
kripénym systémom, ktoré pracuji s vel’'mi vel'kymi slov-
nikmi, nezdvisle od re¢nika, dokdzu sa adaptovat’ na vy-
brand tému, ¢i konkretného recnika, su robustné a prebie-
haju v redlnom case [7, 12, 20, 23].

Vd’aka narastajicemu zdujmu o interaktivne reCové
technoldgie v slovenskom jazyku sa d’alSie smerovanie
v tejto oblasti uberd cestou vyuzitia doménovo orientova-
nych modelov jazyka pri tvorbe diktacnych systémov aj
pre taku oblast’ ako je medicina, d’alej systémov na auto-
maticky prepis akademickych prednasok, spravodajskych
relécii, Sportovych prenosov, televiznych, rozhlasovych, ¢i

parlamentnych debat, resp. obchodnych rokovani v ma-
Iych konferen¢nych miestnostiach s viacerymi dcastnikmi,
a to s vyuzitim robustnych algoritmov na adapticiu jazy-
kovych modelov na vybrant tému alebo rec¢nika [20], ale
aj d’alsich aplikdcif urCenych pre robotické systémy.

dloha Acc*[%]

hlasové ovladanie ramena robota (SNR=10dB) 90,19
automaticky prepis diktatu z oblasti sidnictva 95,11
elektronické sluzby Generdlnej prokuratiry 94,65
prepis redlnych parlamentnych debat 90,93

prepis spravodajskych reldcif 84,33

* Presnost’ (z angl. ,,accuracy*, Acc) automatického prepisu vy-
chddza z miery chybovosti slov (z angl. ,,word error rate*), defi-
novanej ako minimdlna vzdialenost’ medzi referencnou sekven-
ciou slov a automatickym prepisom po rozpoznani.

Tabul'’ka 2: Celkova presnost’ jazykovych modelov v do-
posial’ navrhnutych systémoch na automatické rozpozna-
vanie a prepis reci do textu v slovenskom jazyku

5.2 Porozumenie prirodzeného jazyka

K tomu, aby bolo moZné obohatit’ pocitacové systémy
o schopnost’ skutocného porozumenia prirodzenej reci
a jazyka, je potrebné realizovat’ proces sémantickej ana-
lyzy, a ziskany vyznam tak vhodnym spdsobom zachytit’
a zostladit' s databazou znalosti. Je mozné konStatovat’,
Ze ide o nel'ahku tdlohu, vzhI’adom na komplexnost’ slo-
venského jazyka, jej sémantiky a ostatnych faktorov, ktoré
stvisia s porozumenim. Aj ked’ sémantickd analyza nie je
hlavnym zameranim né4sho laboratéria, pre vyuZitie sys-
tému ARR v aplikédcidch interakcie ¢loveka so strojom ho-
vorenou recou, je nevyhnutné sa vysporiadat’ s interpreta-
ciou vyjadreni tieZ v prirodzenom jazyku.

V systéme IRKR [24] sme na tento tcel implementovali
v jednotke riadenia dialégu podporu jazyka pre séman-
tickd analyzu — W3C SISR, ktory umoziiuje vloZit' inter-
pretacné inStrukcie priamo do deterministickych gramatik,
napisanych podl'a W3C odportdcania SRGS. V danom pri-
pade sa jednalo iba o limitované porozumenie, ktoré bolo
zamerané skor na naplnenie doménovo Specifickych sé-
mantickych slotov hodnotami ziskanymi z reCoveho pre-
javu pouZivatel’a. Takéto rieSenie bolo v tom Case pomerne
komfortné a postacujice pre cely rad reCovych aplikdcii
a rozhrant, ktoré poskytuju tzv. recovo-zalozené dialogové
systémy.

Pri rieSeni projektu zameraného na implementiciu hla-
sového ovladania do robotickej platformy, kde kvoli kom-
paktnosti a rychlosti systému na limitovanom hardvéri ne-
bolo moZzné pouzit' recové gramatiky, ked’Ze komplex-
nost’ riadiacich povelov bola omnoho vécsia, implemen-
tovali sme pre tento ucel tzv. ,.keyword-spotting* techniku
sémantickej analyzy. Vytvorili sme viacero doménovo-
Specifickych sémantickych slotov, ktoré zachytévali pred-
definované slova z recového dopytu pouZzivatel'a [23].



86

J. Sta$, D. Hladek, S. Ondas, D. Zlacky, J. Juhér

Spolu s navrhom a vyvojom systémov ARR, nielen pre
rozpoznavanie jednoduchych povelov a frdz, ale aj pre dik-
tovand a spontdnnu re¢, vzrastali ndroky na ich interpre-
taciu a predchadzajice pristupy pre ne neboli pouZitel né.
Pre potreby rozpozndvania plynulej reci sa namiesto deter-
ministickych gramatik zacali vo vel'’kom vyuZivat’ Statis-
tické modely jazyka, nakol'ko plynula re¢ poskytuje pod-
statne vdc¢siu vyrazovu variabilitu.

Zv1ast dolezZitou sa sémantickd analyza a interpreticia
ukdzala pri experimentovani s virtudlnym konverzacnym
agentom, ktory ma I'udsky zjav [25]. Pri takomto druhu
komunikdcie ma c¢lovek tendenciu ocakdvat’ od virtudl-
neho konverzacného agenta podobné vyrazové prostriedky
ako majud l'udia, predovsetkym v oblasti komunikacnych
schopnosti a porozumenia, ktoré spolu tizko siivisia. Dal-
$im Specifikom je, Ze systémy s hlasovym rozhranim sa
stavajd viac doménovo nezavislymi, teda umoznuja dial6-
govi interakciu v rdmci mnoZstva tém (ako napr. Apple
SIRI® a pod.), &o postva interpretdciu vyznamu d’alej, od
relativne ,,bezpecnych* doménovych sémantickych slotov
k viac v§eobecnym sémantickym roliam.

T. E. Payne v [26] definuje sémantické roly nasledovne:
»Sémantickd rola predstavuje zdkladny vzt'ah, ktory dand
entita md k hlavnému slovesu vo vete.“ Dalej vysvet-
Tuje, Ze: ,,.Sémantickd rola je aktudlna rola, ktord partici-
pant hrd v nejakej redlnej alebo imagindrnej situdcii, bez
ohl’'adu na lingvistickii realizdciu danej situdcie.

Aj ked’ je tedria sémantickych rolf a s nimi stivisiacich
valencnych rdmcov slovies pomerne dobre rozpracovand
pre rozne jazyky, neexistuju vSak Ziadne systémy na auto-
matické urcovanie sémantickych roli (z angl. ,,automatic
semantic roles labeling*, skr. ASRL) v slovenCine. Za
vel'mi dodlezitd pracu v oblasti automatického urCovania
sémantickych roli pre slovencinu moZno povazovat’ pracu
E. Palesa, ktory detailne opisal proces porozumenia pri-
rodzeného jazyka na jednotlivych vrstvich a vyvinul prvy
systém SAPFO — Parafrazovac slovenciny, ktorého sicas-
t'ou bol aj modul pre ur€ovanie sémantickych roli [27].
Tento systém vSak nie je podl'a naSich vedomosti vol'ne
dostupny. Navyse sa jedna o deterministicky systém, ktory
ako konstatuje M. Laclavik [28], nie je moZné uspokojivo
skonStruovat’ pre analyzu slovenského jazyka, z dovodu
vel'’kého mnoZstva vynimiek. Z tohto pohl’adu su Statis-
tické metddy jednoznacne lepSou vol' bou.

Statistické metédy pre systémy ASRL vyuZivaji tzv.
Statistické modelovanie typické pre rozne dlohy v oblasti
spracovania prirodzeného jazyka. Pre natrénovanie Statis-
tickych modelov je potrebnd textovd databdza anotovand
na trovni sémantickych roli, ktord v pripade slovenciny
doposial’ prakticky neexistovala. Oznacenie vetnych par-
ticipantov pomocou sémantickych roli je ndrocnd tloha
a vyzaduje tieZ dobré lingvistické znalosti.

Vzhl'adom na neexistenciu databazy pre slovencinu
anotovanej na trovni sémantickych roli, sme sa rozhodli
vytvorit’ aj takyto druh korpusu. Korpus SEMIENKO [29]

Shttps://www.apple.com/ios/siri/

aktudlne obsahuje tristo viet v slovenskom jazyku anoto-
vanych podl'a nami modifikovanej dvojiiroviiovej schémy
na oznacovanie sémantickych roli, prevzatej z anotacnej
schémy podl’a E. Palesa [27] a upravenej pre potreby auto-
matickej sémantickej analyzy. Sémantickd anotécia korpu-
su SEMIENKO je ilustrovand na nasledujicom priklade:

AGSIKOG [/dn] yRrB [spoznal] paciFeN[Mdriu] .

Uloha automatického uréovania sémantickych roli vie-
obecne pozostdva z dvoch zdkladnych Casti, a to z roz-
delenia viet na vetné participanty a ndsledného prirade-
nia sémantickych roli danym participantom. Pre klasifi-
kdaciu vetnych participantov sme experimentdlne vyskuisali
dve techniky. Prvd metéda modeluje jednotlivé pravdepo-
dobnosti nepriamo pomocou r-gramovych modelov [30],
pricom ucinnost’ klasifikdcie na danom korpuse dosahuje
uspeSnost’ na urovni 48%. Druhd metéda vyuZiva modi-
fikovany HMM Kklasifikator, obsiahnuty v ndstroji Dag-
ger [10], ktory v procese prehl’addvania vystupnej sekven-
cie implementuje Viterbiho dekédovanie. Uspesnost’ tohto
typu klasifikicie v sti¢asnosti dosahuje droven az 56%, ¢o
je vzhl'adom na vel’kost’ trénovacej mnoziny adekvatne.
Na zédklade predbeznych vysledkov sémantickej analyzy
v slovenskom jazyku mdZeme konstatovat’, Ze pre d’alSie
zlepsenie je nevyhnutné vyznamne rozsirit manuélne ano-
tovany korpus, €o je vSak nel’ahkd a vel'mi pracna uloha.

6 Zaver

V tomto prispevku boli predstavené tlohy z oblasti spraco-
vania a modelovania slovenského jazyka, ktorym sa v La-
boratériu recovych a mobilnych technolégii na KEMT
FEI TU v Kosiciach v sucasnosti intenzivne venujeme. Je
mozné konStatovat’, Ze ispeSnost’ nami navrhnutych algo-
ritmov stdle dobieha droven svetovych vyskumov, avSak
sicasné vysledky je mozné uz teraz aplikovat’ v roznych
systémoch na rozpozndvanie a porozumenie reci, ale aj
v inych systémoch intrakcie cloveka so strojom hovorenou
recou, ktoré na naSom pracovisku vyvijame.
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