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Zusammenfassung Diese Arbeit stellt die Auswertung der SLDF-Per-
fusinonsbilder anhand dem Erlanger Glaukomregister mittels unterschied-
lichen Neuronalen Netzen vor. Es wird auch die Bestimmung der optima-
len Netzwerktopologie untersucht. Die Simulation der Netzwerke und die
Netzwerkoptimierung werden mit Stuttgart(Tiibingen) Neural Network
Simulator (SNNS) durchgefiihrt. Neben den Ergebnissen der neuronalen
Netzen werden auch die Ergebnisse der konventionellen Klassifikatoren,
wie Minimum Distanz und k nichster Nachbar Klassifikator vorgestellt.
Es stellte sich heraus, dass die Untersuchung der Glaukompatienten an-
hand den SLDF-Perfusinsbildern neben den Augeninnendruck-, morpho-
metrischen und perimetrischen Messungen einen sehr wichtigen und gu-
ten Ersatzparameter liefert.

1 Einleitung

Die neuronalen Netze (NN) bieten eine flexibile Mgglichkeit zur Datenanalyse
und werden immer hiufiger in den medizinischen Andwendungsgebieten age-
wandt. Fiir die Klassifikation (gesund/krank Unterscheidung) der SLDF-Reti-
nabilder (Heidelberg Retina Flowmeter /HRF/) wurden bereits in [1] unter-
schiedliche neuronale Netzmodelle, wie Merkmal-Input Netz, Polynomklassifika-
tor Netz und Bild-Input Netz vorgestellt, da die Bilder anhand den aus dem
Perfusionsbild herausgewonnenen Merkmalen eingestuft sind. Die Netzmodel-
le werden mit unterschiedlichen Netzwerkausdiinnungsverfahren optimiert, wie
weight decay, magnitude based pruning (MBP), optimal brain damage (OBD),
optimal brain surgeon (OBS), optimal skeletonization und evolutionire Netz-
werkoptimierung (ENZO). Auflerdem wird die automatische Bestimmung der
optimalen Netzwerktopologie auch mit cascade correlation (CC) untersucht. Die
Ausdiinnungsverfahren der Netzwerktopologie konnen auch fiir die Merkmalre-
duktion verwendet werden. Detaillierte Beschreibung iiber den obigen Verfahren
findet man in [2, 3, 4, 5]. Das Training der Netzwerke und die Netzwerkoptimie-
rung wurden mit dem Stuttgart(Tiibingen) Neural Network Simulator (SNNS)
[6] durchgefiihrt.



2 Der Aufbau der neuronalen Netze

Definition 1. Ein (formales) Y IT-Neuron u : R™ — IR ist eine Kompositfunk-
tion von zwei Funktionen net : R” - IR und f,; : R — IR:

U= foct onet = fact(net(m))a (1)

wobei net(x) = >, w; [] Tt 6 die Integrationsfunktion und f,.; eine monoton
wachsende Aktivierungs- oder Ausgangsfunktion sind.

Ein einfaches Neuron ist ein Spezialfall des X'II-Neurons. Durch die XI7-
Neuronen lassen sich solche Netze aufbauen, mit denen z.B. der Polynomklas-
sifikator sich modellieren 1#8t. Die meist verwendete Ausgangsfunktion ist die
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S-formige Funktion wie die Fermi-Funktion: f(z) = {7.==. Durch die Ausgangs-

funktion kann die Nichtlinearitit des Neurons bestimmt werden.

Definition 2. Die Struktur des neuronalen Netzes (Topologie) ist durch die
Funktion W : U x U — IR gegeben, wobei U die Vereinigung der endlichen
nichtleeren Mengen von Input-, Output- und verborgenen Neuronen ist.

Definition 3. Ein Netz heif3t vorwartsgekoppeltes bzw. riickkopplungfreies Netz
(feed forward), wenn -3 R : S; x S; : i < j, wobei S die Schicht der Neuronen
kennzeichnet. Ein vorwirtsgekoppeltes Netz heifit ebenweise verbundenes Netz
(full connected), wenn die Verbindungen von einer Schicht k nur zur niichsten
Schicht k£ + 1 (k € IN) existieren. Ein vorwirtsgekoppeltes Netz heifit allge-
mein vorwirtsgekoppeltes Netz (shortcut), wenn es neben den Verbindungen von
aufeinanderfolgenden Schichten Verbindungen zwischen Schichten k& und £ + 4
(i > 1;k,i € IN) existieren.

Im weiteren, wenn iiber die Topologie eines NNs gesprochen wird, wird ein
vorwirtsgekoppeltes Netz verstanden und unter den Schichten des Netzes wer-
den die Schichten der Neuronen verstanden, die in Form n-n-...-n[.sc] angegeben
werden, wobei n € IN die Anzahl der Neuronen in einer Schicht bedeutet und .sc
ein optionales Zeichen fiir shortcut Netze ist. Die erste bzw. die letzte Zahl ist die
Neuronenanzahl in der Input- bzw. der Output-Schicht. Die dazwischenliegenden
Zahlen bedeuten die Anzahl der Neuronen in verborgenen Schichten.

Definition 4. Ein neuronales Netz ist ein Tupel NN = (U, W, L), wobei U eine
endliche nichtleere Menge von Verarbeitungseinheiten (Neuronen) ist, W die
Netzwerkstruktur (Topologie, Gewichtsmatrix) und £ der Trainingsalgorithmus
sind.

Definition 5. Das mehrschichtige Perzeptron (MLP) ist ein vorwirtsgekoppel-
tes NN, das neben den Ein- und Ausgabeschichten eine oder mehrere verborge-
nen Schichten beinhaltet.

Als Lernverfahren werden hier nur diejenigen verwendet, deren Optimie-
rungsprinzipien auf der Delta-Regel bzw. deren Erweiterungen basieren, wie
der Error Backpropogation (Bprop) bzw. Bprop mit Momentum (BpropM) [7],
Quickpropagation (Qprop) und der Resilientpropagation (Rprop) Algorithmus
[8], die das Training auch fiir mehrschichtige Netze ermdglichen.



Abbildungl. Die Konvergenz der Bprop, Bprop mit Momentum, Qprop und Rprop
Algorithmen oben bei 2-1, 2-2-1, 2-2-1.sc unten bei 4-1, 4-4-1, 4-4-1.sc Netztopologien
in der Funktion von Epoch und mittlerem quadratischen Fehler
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3 Ergebnisse der Retinabildauswertungen

3.1 Ergebnisse der Klassifikation

Die wiederspruchsfreie Training und Test SLDF-Bilder wurden anhand den #rzt-
lichen Diagnosen und den Bildinformationen aus dem Erlanger Glaukomregister
(ErGR) und aus der HRF-Datenbank zusammengestellt, in denen die Ergeb-
nisse mehrerer bzw. unterschiedlicher Untersuchungen (intraokulidre Druckmes-
sung, perimetrische, morphometrische Untersuchung usw. und SLDF) iiber die
Patienten gespeichert wurden. Anhand diesen Werten wird der Patient zu den
Gruppen normal und glaukom eingestuft.

Alle verwendbare Bilder der HRF-Datenbank-0 wurden ausgewertet. Es wur-
den insgesamt 1716 (= 604Training + 1112Test) ,kranke“ Bilder und 1289 (=
603Training + 695Test) ,,gesunde“ Bilder von 229 kranken und von 104 gesun-
den Patienten verwendet.

Die Merkmale der SLDF-Bilder wurden aus folgenden ausgewihlt: die Grofle
des gefiBfreien Gebietes (M1), die Linge der Gefifie (M2), das Verhéltnis der
Kapillaren und dickeren Geféflen (M3) und die Anzahl der Y-Verzweigungen
(M4) [1]. Die Merkmale sind so skaliert, dass sie ungefihr im Intervall [0, 1]
liegen. Bei 2-* Netzen wurden die Merkmalen M1, M2 verwendet und die Netzen
mit vier Eingéngen wurden mit den Merkmalen M3 und M4 erweitert.

Als Lernverfahren fiir NN wurde der Rprop Algorithmus verwendet, der eine
deutlich stabilere als Qprop und deutlich schnellere Konvergenz als Bprop und
dessen Varianten zeigte (siehe Abb. 1).

Die Ergebnisse der unterschiedlichen Klassifikatoren sind in der Tabelle 1
zusammengefasst.



Tabellel. Ergebnis der Auswertung mit unterschiedlichen NN, mit minimum Distanz
und k néchter Nachbar Klassifikator

| Klassifikator |Erkennungsrate]

4-6-2-1.sc Netz 90.81%
4-1 Netz 90.23%
Minimum Distanz 84.39%
INN 85.22%

3NN 88.16%

5NN 88.88%

Abbildung2. Oben: Weight decay mit Erkennungsrate 68-89%, MBD 86-87%, OBD
85-89%, OBS 86-90%, Unten: Optimal skeletonization 87-91%, ENZO 82-88%, CC
87-92%

3.2 Ergebnisse der Netzwerkoptimierung

Bei der Netzwerkoptimierung /aufler CC-Verfahren/ wurde aus Netztopologien
4-10-1 bzw. 4-10-10-10-1[.sc] ausgegangen. Die Netze wurden im ersten Schritt
der Optimierung volltrainiert. Hier wurde ein reduziertes Bildmaterial verwen-
det. Die Ausdiinnung wegen dem wiederholten Training ist ein zeitaufwendiges
Verfahren. Die Optimierung der shortcut verbundenen Netze waren zu langsam.
Durch die Ausdiinnung werden hiufig alle Gewichte geldscht. Die Ergebnisse
waren stark von den eingestellten Parametern abhéngig. In den meisten Féllen
der Optimierung wurden die Merkmale M3, M4, durch die Netzwerkoptimierung
eliminiert.

Die Ergebnisse der ausgediinnten, optimierten Netze sind auf der Abb. 2 zu
sehen, wo auch die Erkennungsraten der unterschiedlichen Iterationsschritten
der Optimierung gegeben sind.

Das CC-Verfahren weiste eine sehr hoche Stabilitét und eine sehr gute Er-
kennungsrate auf. Im Vergleich zu anderen Pruning-Verfahren lieferte das CC-



Verfahren das beste Ergebnis vor dem optimalen Skeletonizationsverfahren.

Da bei NN die Anzahl der Gewichten, Neurononen und deren Schichten fiir
eine gegebene Aufgabe nicht exakt bestimmbar ist, kann auch die Topologie
eines tiberkonstuierten Netzwerkes nicht immer sicher gew&hlt werden. So soll
das CC-Verfahren, das die optimale Topologie aus der Eingang-Ausgang-Neuron-
Topologie ausgehend erreicht, plausibeler als die Pruning-Verfahren sein.

4 Zusammenfassung

Anhand den vier Merkmalen konnte mit den Topologien von 4-* eine Erken-
nungsrate von ca. 90% erreicht werden. Diese Ergebnisse entsprechen den in
[9] beschriebenen multivariaten statistischen Ergebnissen des ErGRs. Durch die
Netzwerkoptimierung wurden als wichtigste Merkmale die M1 und M2 erwiesen.
Diese Ergebnisse konnten auch mit anderen Verfahren ([10], kNN und minimum
Distanz Klassifikator fiir die einzelnen Merkmale mit Leave-one-out-Verfahren)
bestéitigt werden. Die Klassifikation der SLDF-Bilder anhand geometrischen
Merkmalen mittels NN lifert eine sehr gute Diagnosemoglichkeit des Glaukoms.
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